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Abstract 
La seguente trattazione ha come obiettivo principale quello di verificare le potenziali 

applicazioni dei Large Language Models nella progettazione dei database. Attraverso 

un’analisi sperimentale, svolta su un significativo numero di campioni, la presente 

ricerca punta a verificare criticità e performance degli LLM, delineando i contesti in cui il 

loro utilizzo risulta vantaggioso e le possibili sfide da affrontare per una loro 

implementazione efficace. 

L’analisi sperimentale è stata condotta su un campione significativo di descrizioni 

testuali di database. Tre modelli di LLM (ChatGPT, Gemini e Llama) sono stati testati nella 

generazione di schemi logici relazionali e istruzioni SQL, confrontandone le performance 

attraverso criteri specifici. 

I risultati dell’analisi evidenziano che i Large Language Models possono fornire soluzioni 

valide per la progettazione di database, con una buona capacità di interpretazione dei 

requisiti e generazione di schemi relazionali e istruzioni SQL. Tuttavia, emergono limiti 

nella gestione di vincoli complessi e nella coerenza delle risposte, con significative 

differenze riscontrate tra i diversi modelli testati. 
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Sezione I: Concetti introduttivi 
La trattazione è suddivisa in tre sezioni: la prima introduce i concetti fondamentali di LLM 

e del prompt engineering, oltre alle basi della progettazione di database. La seconda 

parte descrive nel dettaglio le modalità di assessment, il processo di generazione degli 

output e l'algoritmo di verifica sviluppato per confrontare le soluzioni fornite dagli LLM 

con quelle corrette. Infine, la terza sezione presenta l’analisi dei risultati, evidenziando il 

livello di accuratezza, coerenza e possibili bias nelle risposte generate. 

Capitolo 1: 

Introduzione ai Large Language Models 

Negli ultimi anni, l'intelligenza artificiale (AI) ha trasformato profondamente il modo in cui 

interagiamo con la tecnologia e analizziamo i dati. Tra i settori più innovativi nel campo 

dell'AI spicca l'intelligenza artificiale generativa, che si riferisce a modelli di deep learning 

capaci di generare output basati sui dati su cui sono stati addestrati. Secondo i dati di 

Statista, l'AI generativa è destinata a una crescita esponenziale nei prossimi anni, 

passando da un valore stimato di 66 miliardi di dollari nel 2024 a oltre 206 miliardi di 

dollari nel 2030, con un tasso di crescita annuo di circa il 15%. Comprendere queste 



tecnologie, che rappresentano il futuro della nostra economia, diventa quindi 

fondamentale sia per le imprese sia per i singoli individui. 

 

Figura 1- Crescita prevista nel settore dell’AI generativa (Fonte: Statista) 

 

Tra le innovazioni più significative nell'ambito dell'AI generativa, un ruolo di primo piano 

è occupato dai Large Language Models (LLM). Questi modelli, caratterizzati da una 

complessità e una capacità di elaborazione senza precedenti, sono progettati per 

comprendere e generare testo naturale con livelli elevati di precisione e coerenza. 

 

Basati su algoritmi di deep learning, gli LLM elaborano i dati in modo simile al 

funzionamento del cervello umano. Ciò consente loro di processare enormi quantità di 

informazioni in parallelo, utilizzando una rete neurale composta da nodi interconnessi 

disposti in una struttura stratificata, che ricorda appunto le connessioni neuronali del 

cervello. Grazie a questo sistema adattivo, i modelli possono apprendere dai propri errori 

e migliorarsi continuamente. Le reti neurali artificiali, in tal modo, riescono a risolvere 

problemi complessi con maggiore accuratezza rispetto ai metodi tradizionali. 

 

Un aspetto particolarmente innovativo degli LLM è la loro capacità di utilizzare il 

linguaggio naturale (NL) nella generazione degli output. Questo risultato è reso possibile 

dai progressi nell'elaborazione del linguaggio naturale (Natural Language Processing, 



NLP), una branca dell'AI dedicata allo sviluppo di modelli in grado di comprendere, 

interpretare e generare testi in linguaggio naturale. 

1.1 Architettura base dei Large Language Models 

A causa dell'elevato numero di calcoli probabilistici richiesti per elaborare il linguaggio 

naturale, i Large Language Models (LLM) necessitano di ingenti risorse di elaborazione. 

L'architettura di base di un LLM si fonda principalmente su due elementi chiave: le GPU 

e i trasformatori. 

 

La GPU (unità di elaborazione grafica) è un componente hardware progettato per gestire 

complesse operazioni di calcolo in parallelo. Questa caratteristica la rende uno 

strumento ideale per supportare modelli di deep learning come gli LLM. Le GPU, inoltre, 

sono strettamente collegate al funzionamento del secondo elemento essenziale: il 

trasformatore. 

 

 

Figura 2 - Componenti chiave di un LLM (Fonte: Redhat) 

I trasformatori rappresentano una risorsa fondamentale per migliorare 

significativamente la capacità di un modello di machine learning. Grazie alla loro 

struttura, permettono di identificare le relazioni contestuali e le dipendenze tra gli 

elementi di una sequenza di dati, come ad esempio le parole in una frase. A tal fine, i 

trasformatori sfruttano meccanismi di auto-attenzione (noti anche come parametri), che 



consentono al modello di valutare l'importanza relativa dei diversi elementi in una 

sequenza, generando così previsioni più precise. 

 

I parametri costituiscono un elemento essenziale per consentire agli algoritmi di deep 

learning di comprendere e analizzare l'enorme quantità di dati che devono elaborare. 

Questi meccanismi permettono infatti ai modelli di individuare schemi complessi e di 

apprendere in modo adattivo, migliorando continuamente le loro prestazioni. 

1.2 Deep learning e reti neurali: il funzionamento degli LLM 

I modelli di deep learning rappresentano il fondamento del funzionamento dei Large 

Language Models (LLM). Si tratta di algoritmi progettati per riconoscere schemi 

complessi in dati come immagini, testo, suoni e altre tipologie di input, al fine di produrre 

informazioni e previsioni con un elevato grado di accuratezza. Queste capacità rendono 

il deep learning uno strumento in grado di automatizzare attività che, tradizionalmente, 

richiedono l'intelligenza umana, come la descrizione di immagini o la trascrizione di file 

audio in testo. 

 

Gli algoritmi di deep learning si basano su reti neurali artificiali ispirate alla struttura e al 

funzionamento del cervello umano. Queste reti sono composte da numerosi strati di 

neuroni artificiali, che lavorano in sinergia e sono organizzati su tre livelli principali: 

 

• Livello di input: i nodi di questo livello ricevono i dati iniziali, li analizzano o 

categorizzano, e li trasmettono al livello successivo per ulteriori elaborazioni. 

 

• Livelli nascosti: i livelli nascosti ricevono input dal livello di input o da altri livelli 

nascosti. Le reti neurali possono contenere un numero molto elevato di livelli 

nascosti. Ciascun livello nascosto elabora l'output del livello precedente, 

approfondendone l'analisi, e trasferisce il risultato al livello successivo. Questo 

processo stratificato consente di individuare schemi complessi nei dati. 

 



• Livello di output: il livello di output restituisce il risultato finale dell'intero 

processo di elaborazione dei dati all'interno della rete neurale. Può contenere uno 

o più nodi, a seconda della complessità delle informazioni da rappresentare. 

 

 

Figura 3 – Struttura delle Reti Neurali (Fonte: towardsdatascience) 

1.3 Processo di Training degli LLM 

La maggior parte dei Large Language Models (LLM) viene addestrato con un approccio 

multi-step per rendere la generazione di output il più efficace possibile. Questo processo 

si articola in diverse fasi principali: 

1. Apprendimento non supervisionato: La prima fase si basa su una quantità 

estremamente elevata di dati. Questo tipo di apprendimento, noto come 

apprendimento non supervisionato, consente al modello di analizzare dati privi di 

etichette o struttura, cercando di comprendere come parole e concetti diversi si 

relazionano tra loro. Durante questa fase, il modello viene addestrato utilizzando 

un vastissimo set di dati di training, composto da miliardi di parole e frasi. 

Attraverso l'uso di modelli probabilistici, l’LLM apprende l'ordine e le correlazioni 

tra le parole, migliorando così la propria capacità di analizzare e generare testo in 

linguaggio naturale. 



2. Apprendimento semi-supervisionato: Nella seconda fase, il modello entra in 

una fase chiamata apprendimento semi-supervisionato. A differenza della fase 

precedente, in questo caso alcuni dati sono dotati di etichette o tag che aiutano il 

modello a diventare più preciso nella comprensione e nell'elaborazione di 

concetti e parole. Questa fase contribuisce a raffinare ulteriormente le capacità 

del modello, riducendo errori e migliorandone la precisione. 

3. Utilizzo del trasformatore: nella terza fase, entra in gioco il trasformatore. Grazie 

a questo, la rete neurale è in grado di comprendere in modo approfondito le 

relazioni tra parole e concetti, utilizzando un meccanismo noto come auto-

attenzione. Questo meccanismo consente al modello di determinare l'importanza 

relativa delle parole in una frase o in un paragrafo, migliorandone la comprensione 

e la capacità di generare output coerenti e contestualizzati. 

Una volta completato il processo di training attraverso queste fasi, l’LLM è pronto per 

essere utilizzato in applicazioni pratiche, dimostrando un'elevata efficienza 

nell'elaborazione e generazione del linguaggio naturale.  

 

Figura 4 - Fasi del processo di training di un LLM (Fonte: ibm.com semi-supervised-learning) 

 



1.4 Principali applicazioni degli LLM 

Le applicazioni pratiche dei Large Language Models (LLM) coprono una vasta gamma di 

scenari, dai compiti più semplici (come il text-to-text) a quelli più complessi (come la 

Sentiment Analysis o il rilevamento di anomalie). Di seguito sono riportate le principali 

applicazioni attuali: 

 

• Sequence-to-Sequence: Gli LLM possono essere utilizzati per auto-riassumere 

documenti, generare contenuti testuali o tradurre documenti, facilitando una 

comunicazione rapida ed efficiente, anche attraverso barriere linguistiche. 

[SUTSKEVER, Ilya; VINYALS, Oriol; LE, Quoc V. Sequence to sequence learning 

with neural networks. Advances in neural information processing systems, 2014, 

27]. 

 

• Speech-to-Text: questi modelli permettono di convertire registrazioni e file audio 

in formato testuale. Un esempio pratico è la trascrizione di chiamate commerciali 

con i clienti, utile per condurre analisi di mercato o monitorare la qualità delle 

interazioni. [TRIVEDI, Ayushi, et al. Speech to text and text to speech recognition 

systems-Areview. IOSR J. Comput. Eng, 2018, 20.2: 36-43]. 

 

• Image-to-Text: grazie a tecniche di pre-elaborazione delle immagini, come la 

binarizzazione, gli LLM sono in grado di classificare immagini e generare 

descrizioni testuali. Alcuni utilizzi includono l'auto-labeling di contenuti visivi per 

ottimizzazione SEO e lo smistamento automatico di documenti, come fatture o 

ricevute. [WANG, Jianfeng, et al. Git: A generative image-to-text transformer for 

vision and language. arXiv preprint arXiv:2205.14100, 2022]. 

 

• Code Generation: addestrati su ampi database di codice, questi LLM possono 

integrare strumenti di analisi statica per individuare vulnerabilità nel codice 

durante il debugging e suggerire correzioni appropriate, migliorando l'efficienza 

nello sviluppo software. [KAZEMITABAAR, Majeed, et al. Studying the effect of AI 

code generators on supporting novice learners in introductory programming. 



In: Proceedings of the 2023 CHI Conference on Human Factors in Computing 

Systems. 2023. p. 1-23]. 

 

• Chatbot: i chatbot alimentati dagli LLM possono essere addestrati utilizzando dati 

storici delle interazioni con i clienti. Ciò consente loro di risolvere problemi in 

modo più contestuale. Oltre al supporto clienti, possono essere impiegati per la 

generazione di lead, la vendita automatizzata e altre funzioni aziendali, riducendo 

significativamente i costi del personale. [LUO, Bei, et al. A critical review of state‐

of‐the‐art chatbot designs and applications. Wiley Interdisciplinary Reviews: Data 

Mining and Knowledge Discovery, 2022, 12.1: e1434]. 

 

• Sentiment Analysis: utilizzando tecniche di elaborazione del linguaggio naturale 

(Natural Language Processing, NLP), gli LLM possono identificare le sfumature 

emotive presenti nei testi. Le aziende possono integrare queste tecnologie nei 

sistemi CRM, monitorando in tempo reale il sentiment dei clienti per interazioni 

più efficaci e personalizzate. [WANKHADE, Mayur; RAO, Annavarapu Chandra 

Sekhara; KULKARNI, Chaitanya. A survey on sentiment analysis methods, 

applications, and challenges. Artificial Intelligence Review, 2022, 55.7: 5731-

5780]. 

 

• Data Cleaning: gli LLM impiegano algoritmi di apprendimento non supervisionato 

per individuare dati anomali e incoerenze nei dataset strutturati. Questa capacità 

garantisce maggiore affidabilità nelle analisi aziendali, un aspetto cruciale per la 

pianificazione strategica e l'efficienza operativa. [ZHANG, Shuo; HUANG, Zezhou; 

WU, Eugene. Data cleaning using large language models. arXiv preprint 

arXiv:2410.15547, 2024]. 



 

Figura 5 - Principali applicazioni degli LLM (Fonte: Markovate) 

 

1.5 Vantaggi e criticità degli LLM 

Vantaggi 

Il vantaggio più significativo delle reti neurali rispetto agli algoritmi tradizionali è la loro 

capacità di apprendimento automatico. Questo approccio consente alle reti neurali di 

imparare autonomamente quando vengono esposte a un ambiente ricco di dati, 

attraverso la raccolta e l'analisi probabilistica. Più una rete neurale apprende, più 

complessi diventano i compiti che è in grado di eseguire. L'apprendimento automatico 

permette di generare intuizioni e conclusioni preziose grazie all'analisi in tempo reale di 

grandi volumi di dati. Inoltre, l'intelligenza artificiale basata su questa tecnologia migliora 

progressivamente le proprie prestazioni in maniera autonoma, man mano che analizza 

ed elabora nuovi dati. Questo processo genera increasing returns, che possono 

costituire un importante vantaggio competitivo per le imprese. 

Un ulteriore vantaggio, già menzionato nei paragrafi precedenti, è la capacità di lavorare 

in parallelo, che rende questi modelli estremamente rapidi nonostante la loro elevata 

complessità. 



Criticità 

Una delle principali criticità delle reti neurali è l'incapacità di osservare e comprendere i 

percorsi logici che portano alla generazione di un determinato output. Questi modelli 

sono spesso definiti "black box", poiché, a differenza dei sistemi algoritmici tradizionali, 

non consentono di esaminare passo per passo il processo che dall'input conduce 

all'output. Una rete neurale può generare un risultato valido, o con un'elevata probabilità 

di accettabilità, ma non è possibile spiegare in modo chiaro come o perché tale risultato 

sia stato prodotto. 

Oltre al problema della tracciabilità degli output, un'altra criticità rilevante è 

rappresentata dai tempi e dai costi elevati associati alla fase di training del sistema. 

Inoltre, poiché non esistono teoremi o modelli universalmente riconosciuti per definire 

una rete neurale ottimale, il successo del modello dipende in larga misura 

dall'esperienza e dalle competenze del progettista. 

 

 

Figura 6 - Vantaggi e svantaggi delle reti neurali (Fonte: Clerk.io neural-network) 

  



Capitolo 2:  

Introduzione al Prompt Engineering 

Sfruttare appieno le elevate potenzialità dei Large Language Models (LLM) richiede 

competenze specializzate da parte degli operatori, che devono imparare a interagire 

efficacemente con gli strumenti di intelligenza artificiale per poter capitalizzare su queste 

tecnologie innovative. Proprio per questo, negli ultimi anni si è sviluppata una nuova 

disciplina: il prompt engineering. 

Il prompt engineering consiste nel processo di progettazione e ottimizzazione dei testi di 

input per guidare le soluzioni di intelligenza artificiale generativa verso la produzione dei 

risultati desiderati. Questa disciplina si basa sulla combinazione di creatività umana e un 

approccio iterativo di tentativi ed errori, al fine di creare raccolte di testi di input che 

permettano all'AI generativa di un'applicazione di funzionare come previsto. 

Per comprendere più nel dettaglio il prompt engineering, è necessario definire cosa si 

intende per prompt. Un prompt è un testo scritto in linguaggio naturale che richiede all'AI 

generativa di eseguire un'attività specifica. I sistemi di intelligenza artificiale generativa 

necessitano di informazioni contestuali e dettagliate per produrre risposte accurate e 

pertinenti; la progettazione sistematica dei prompt consente quindi di ottenere risultati 

più significativi e utilizzabili. Questo è particolarmente importante nelle applicazioni 

aziendali, dove la consistenza e l'affidabilità delle risposte sono requisiti fondamentali. 

2.1 La crescente importanza del prompt engineering 

Grazie alle loro competenze, i prompt engineers riescono a colmare il divario tra gli utenti 

finali e i Large Language Models (LLM), identificando script e modelli personalizzabili che 

gli utenti possono adattare per ottenere risultati ottimali dai modelli linguistici. Questi 

specialisti sperimentano diversi tipi di input per creare una libreria di prompt, utilizzabile 

dagli sviluppatori in vari scenari. Questo processo contribuisce ad aumentare la 

consistenza e la velocità nella generazione degli output, con un conseguente 

miglioramento dell'efficienza operativa. 



La rapida espansione del mercato dell’intelligenza artificiale generativa rende il prompt 

engineering una delle discipline centrali nella rivoluzione dell’AI. Come mostrato nel 

grafico seguente, il mercato del prompt engineering è destinato a crescere con un tasso 

annuo stimato del 32,3% nel periodo compreso tra il 2022 e il 2030. Questo dato 

evidenzia come l’abilità di interagire efficacemente con queste tecnologie stia 

diventando una delle competenze più richieste e rilevanti nel mondo moderno. 

 

Figura 7 - Crescita prevista del Prompt Engineering (Fonte: grandviewresearch) 

 

2.2 Tecniche e principi del prompt engineering 

Un prompt completo ed efficace è costituito dalle seguenti componenti, ciascuna delle 

quali necessaria per massimizzare la correttezza e la stabilità sull’output generato: 

• Istruzione: il compito specifico che il modello deve eseguire, completo di tutti gli 

eventuali dati necessari per svolgerlo. 

• Contesto: informazioni dettagliate e specifiche che aiutano a indirizzare il 

modello verso una generazione più accurata e coerente. 



• Indicazioni sull’output: specifiche di formattazione e indicazioni sul tipo di 

risultato finale richiesto. 

Queste componenti forniscono al modello le informazioni essenziali per la generazione 

dell’output. Tuttavia, per task più complessi, potrebbe essere necessario ricorrere a 

tecniche e procedure aggiuntive per migliorare il controllo sulla correttezza e la coerenza 

dei risultati. 

All'interno del prompt engineering esistono numerose tecniche in grado di produrre 

output molto diversi. Tra queste, è utile approfondire la distinzione tra Zero-Shot e Few-

Shot prompting: 

• Zero-Shot Prompting: in questa modalità, il sistema è chiamato a risolvere un 

problema senza aver ricevuto alcuna preparazione specifica o esempi mirati per 

tale attività. Nonostante l’assenza di indicazioni dettagliate, un modello AI utilizza 

tutte le conoscenze e competenze acquisite durante la fase di addestramento per 

affrontare il nuovo compito. In questo contesto, il modello si basa sulla propria 

comprensione generale per formulare una risposta o una soluzione adeguata. 

• Few-Shot Prompting: questa modalità prevede che il sistema riceva una breve 

introduzione sotto forma di un numero limitato di esempi specifici prima di essere 

chiamato a svolgere un nuovo compito. Il few-shot prompting consiste nel fornire 

al modello, già addestrato su una vasta gamma di informazioni, alcuni esempi 

rilevanti relativi al nuovo task. Questi esempi fungono da guida, indicando al 

modello come approcciare il compito in questione. Grazie a questi input mirati, 

l’AI può adattare il proprio approccio sulla base delle informazioni fornite e 

affrontare il compito con maggiore efficienza rispetto a una situazione in cui non 

ricevesse alcuna guida. 



 

Figura 8 - Few Shot vs Zero Shot (Fonte: Medium) 

Quando il compito da svolgere risulta particolarmente complesso, il few-shot learning 

potrebbe non essere sufficiente. In questi casi, è possibile adottare un approccio più 

avanzato e robusto, noto come Chain of Thought. Questa tecnica sfrutta la versatilità 

degli LLM, articolando una serie di fasi di ragionamento per guidare il modello nella 

generazione di catene logiche simili anche per compiti nuovi. Il metodo si basa 

sull’utilizzo di prompt contenenti esempi che illustrano dettagliatamente il processo di 

ragionamento, migliorando così la capacità del modello di affrontare problemi complessi 

che richiedono un ragionamento articolato. 

La premessa che rende questo approccio particolarmente efficace rispetto ai metodi 

precedenti è l’ispirazione ai processi di problem-solving umani. Il problema principale 

viene infatti scomposto in una serie di sotto-problemi più gestibili. Grazie a questa 

suddivisione, l’LLM può affrontare ciascun sotto-problema con maggiore attenzione, 

riducendo significativamente il rischio di trascurare dettagli critici o di basarsi su 

assunzioni errate. 



 

Figura 9 – Punti chiave del  chain of thought prompting (Fonte: Medium) 

Secondo uno studio pubblicato il 10 gennaio 2023 (ArXiv - Chain-of-Thought Prompting 

Elicits Reasoning in Large Language Models), il metodo Chain-of-Thought si basa su 

quattro componenti principali, descritte di seguito: 

1. Bridging: questa componente rappresenta gli oggetti di analisi che l’LLM deve 

elaborare. Possono essere numeri, nel caso di problemi matematici, oppure 

stringhe di testo, nel caso di problemi fattuali o basati su conoscenze. 

 

2. Language Templates: si tratta degli input strutturati che aiutano il modello a 

contestualizzare correttamente gli oggetti di bridging. Questi template sono 

fondamentali per fornire un contesto chiaro e appropriato su cui il modello dovrà 

svolgere le proprie analisi. 

 

3. Coherence: questo termine si riferisce alla successione logica e corretta dei 

passaggi di ragionamento necessari per costruire una Chain of Thought. La 

coerenza garantisce che il processo segua una progressione razionale e ben 

organizzata. 

 

4. Relevance: durante la creazione di una Chain of Thought, è essenziale mantenere 

l’attenzione del modello sugli step rilevanti. La relevance assicura che il modello 



si concentri sull’effettivo oggetto di bridging, evitando di sprecare risorse su 

dettagli irrilevanti. Questo aspetto è cruciale per mantenere la coerenza e 

l’efficacia dell’intero processo di ragionamento. 

 

Figura 10 - Componenti del chain of thoughts (Fonte: Medium) 

 

2.3 Automated prompt engineering 

Costruire correttamente un prompt, come già evidenziato, può essere un’attività 

complessa e dispendiosa in termini di tempo e risorse. L’Automated Prompt Engineering 

(APE) mira ad automatizzare questo processo, delegando la creazione dei prompt a un 

Large Language Model (LLM). In questo contesto, sono emerse due principali tecniche: 

Automatic Prompt Engineer (APE) 

Nello studio “Large Language Models Are Human-Level Prompt Engineers”, pubblicato 

nel novembre 2022, viene descritta una procedura per la generazione automatica di 

prompt, denominata appunto Automatic Prompt Engineer. Questo metodo si basa 

sull’utilizzo di coppie di input e output per consentire all’LLM di generare un prompt. Il 

prompt così prodotto viene poi impiegato in un altro LLM per generare l’output finale. 



Per valutare l'efficacia di questa tecnica, i ricercatori hanno misurato la qualità dei 

prompt in base al numero di casi in cui il generatore di contenuti produceva risultati 

corrispondenti esattamente alle aspettative. Nei 24 compiti esaminati, i prompt generati 

automaticamente con APE hanno superato quelli creati dagli esseri umani, dimostrando 

la capacità di produrre risultati di massima qualità. Questo approccio consente non solo 

di ottenere risultati eccellenti, ma anche di ridurre significativamente il tempo necessario 

per raggiungere tali obiettivi. 

Opro 

Nel settembre 2023, un team di ricercatori di Google DeepMind, guidato da Chrengrun 

Yang, ha sviluppato un programma chiamato OPRO, progettato per consentire agli LLM 

di sperimentare vari prompt al fine di identificare quello più adatto per risolvere un 

determinato compito. 

Invece di basarsi sulla programmazione tradizionale, il team ha descritto il problema  

di ottimizzazione utilizzando il linguaggio naturale, istruendo l’LLM a generare 

iterativamente nuove soluzioni basate sugli output precedenti. Alla base del programma 

OPRO c’è un algoritmo chiamato Meta-Prompt. Questo algoritmo analizza i prompt 

precedenti e valuta il loro successo nel risolvere il problema. Successivamente, genera 

molteplici varianti di prompt, le testa e individua quella più efficace. Il Meta-Prompt può 

quindi essere paragonato a una persona che prova diverse versioni di un prompt fino a 

trovare quella ottimale. Al termine dello studio, i prompt ottimizzati con il metodo Meta-

Prompt hanno superato quelli creati manualmente con un margine superiore al 50%. 

Questi studi dimostrano come l’Automated Prompt Engineering sia in grado di sfruttare 

appieno le potenzialità dell’intelligenza artificiale generativa, massimizzando l’efficacia 

dei prompt e riducendo drasticamente i costi e i tempi di implementazione. 

  



Capitolo 3:  

Introduzione alla progettazione di database 

Dopo aver sviluppato una breve introduzione sul funzionamento della tecnologia che 

verrà impiegata in questa analisi, si prosegue ora con alcune nozioni base sulla 

progettazione di database, investigando componenti principali e criticità. 

3.1 Definizione e linguaggio di un database 

Un database è un insieme organizzato di informazioni strutturate, comunemente 

chiamate dati. Solitamente, un database viene modellato come un insieme di righe e 

colonne organizzate in tabelle, con l'obiettivo di ottimizzare il processamento e la ricerca 

delle informazioni in modo efficiente. 

Esistono diverse tipologie di database, tra cui le principali sono le seguenti: 

• Database Gerarchici: questi database sono strutturati in modo simile a un albero 

genealogico: un’unica entità padre può essere collegata a più entità figlie, mentre 

le entità figlie non possono avere più di un’entità padre. Questa struttura rigida 

rende il database altamente efficiente e veloce, poiché le relazioni tra i dati sono 

ben definite e facilmente identificabili. 

 

• Database Relazionali (oggetto di questa trattazione): i database relazionali 

organizzano i dati in tabelle separate, che possono essere collegate tra loro 

attraverso campi specifici chiamati chiavi esterne. Poiché questa trattazione si 

concentra principalmente su questa tipologia di database, nelle sezioni 

successive verrà approfondito l’argomento con un maggior livello di dettaglio. 

 

• Database Non-Relazionali: comunemente noti come NoSQL databases, questi 

database si caratterizzano per una struttura più flessibile rispetto ai database 

relazionali. Il loro sviluppo è stato spinto dalla crescente necessità di gestire 



grandi volumi di dati e di rispondere alle esigenze delle moderne piattaforme web, 

che richiedono scalabilità e prestazioni elevate. 

 

Figura 11 - Principali tipologie di Database (Fonte: mongodb.com) 

Per inserire e ricercare dati nei database relazionali (oggetto di questa analisi) si utilizza 

il linguaggio SQL (Structured Query Language). Questo linguaggio di programmazione, 

sviluppato da IBM negli anni '70, consente di archiviare, aggiornare, rimuovere, cercare e 

recuperare informazioni da un database attraverso comandi strutturati. 

Di seguito viene fornita una panoramica delle principali tipologie di comandi SQL: 

• Data Definition Language (DDL): il Data Definition Language comprende i 

comandi SQL utilizzati per definire la struttura del database. Il DDL consente di 

creare, modificare ed eliminare oggetti del database in base ai requisiti aziendali. 

Poiché questi comandi sono essenziali nella fase di progettazione di un database, 

verranno approfonditi nelle sezioni successive. 

 

• Data Query Language (DQL): il Data Query Language include istruzioni utilizzate 

per il recupero dei dati memorizzati nei database relazionali. Le applicazioni 

software impiegano il comando SELECT per filtrare e restituire risultati specifici da 

una tabella SQL. 

 

• Data Manipulation Language (DML): questa categoria di comandi SQL permette 

di inserire nuove informazioni o modificare i record esistenti all'interno di un 



database relazionale. Ad esempio, il comando INSERT viene utilizzato per 

aggiungere un nuovo record, mentre UPDATE e DELETE consentono 

rispettivamente di aggiornare o rimuovere dati. 

 

• Data Control Language (DCL): il Data Control Language viene impiegato per 

gestire i permessi e le autorizzazioni di accesso al database. Ad esempio, il 

comando GRANT permette di concedere a determinati utenti o applicazioni la 

possibilità di manipolare una o più tabelle, mentre REVOKE revoca tali permessi. 

 

• Transaction Control Language (TCL): Questo linguaggio consente di gestire le 

transazioni all'interno di un database relazionale. Un esempio è il comando 

ROLLBACK, che permette di annullare una transazione errata, ripristinando il 

database allo stato precedente alla modifica. 

 

Figura 12 - Categorie di linguaggio SQL (Fonte:hackr.io) 

 

3.2  Progettazione di database: Il Diagramma ER 

La progettazione di un database si sviluppa in tre step fondamentali: la costruzione di un 

diagramma ER (Entity Relationship Diagram), la traduzione di quest’ultimo in uno 



schema logico relazionale (logical relational scheme) ed infine lo sviluppo di istruzioni 

SQL (di tipo DDL) necessarie per la costruzione effettiva del database. 

Il primo step nella progettazione è quindi rappresentato dall’Entity-Relationship Diagram. 

Noto anche come ERD, ER Diagram o ER Model) si tratta di un diagramma strutturale 

utilizzato nella progettazione di un database. Il suo principale obiettivo è rappresentare 

Le entità principali che caratterizzano il sistema e le relazioni tra di esse 

Per entità si intende un oggetto indipendente che può essere identificato in modo 

univoco. Nella progettazione di un database, ogni entità corrisponde a una tabella, al cui 

interno sono definiti identificatori (chiavi) e attributi (colonne della tabella). 

Un identificatore (chiave) è un attributo o una combinazione di attributi utilizzati per 

distinguere in modo univoco ogni riga (tupla) all'interno di una tabella. Esistono tre 

principali tipologie di chiavi: 

• Chiave primaria (Primary key): è costituita da un attributo o un insieme di 

attributi che identifica in modo univoco ogni riga in una tabella. Deve essere unico 

e non può contenere valori nulli. 

 

• Chiave esterna (Foreign Key): si tratta di un attributo o un insieme di attributi in 

una tabella che si riferisce alla chiave primaria di una tabella differente. Serve per 

mantenere l'integrità referenziale tra le tabelle. 

 

• Chiave composta (Composite Key): una chiave composta è una chiave primaria 

costituita da una combinazione di due o più attributi, utilizzata per identificare in 

modo univoco ogni tupla in una relazione, quando nessun singolo attributo è 

sufficiente a garantire tale univocità. 

Le entità in un database sono collegate tra loro attraverso le relazioni. In un diagramma 

ER, le relazioni rappresentano i legami o le associazioni tra due o più entità, descrivendo 

il modo in cui interagiscono all’interno del sistema modellato. Esistono diverse tipologie 

di relazioni, tra cui le più comuni sono: 



• Relazione uno a uno (1:1): si sviluppa quando ogni istanza di un'entità è associata 

a una sola istanza di un'altra entità, e viceversa. 

 

• Relazione uno a molti (1:N): si sviluppa quando un'istanza di un'entità è 

associata a più istanze di un'altra entità, ma non viceversa. 

 

• Relazione molti a molti (N:N): si sviluppa quando più istanze di un'entità possono 

essere associate a più istanze di un'altra entità. 

 

3.3 Progettazione di database: lo Schema Logico Relazionale 

Data la natura grafica del diagramma ER, ai fini dell’implementazione è necessario 

tradurre l’ERD nello schema logico relazionale. Questo step definisce la progettazione e 

la struttura della relazione o della tabella nel database. Il suo obiettivo è rappresentare 

gli stati di relazione in modo tale che ogni stato del database di relazione soddisfi i vincoli 

di integrità su uno schema relazionale 

I principali componenti di uno schema di relazione sono: 

• Nome entità: Nome della tabella memorizzata nel database. Deve essere 

univoco e correlato ai dati memorizzati nella tabella.  

 

• Nome attributi: gli attributi specificano il nome di ogni colonna all'interno della 

tabella. Ogni attributo ha un tipo di dati specifico. 

 

• Domini: l'insieme dei valori possibili per ogni attributo. Specifica il tipo di dati che 

può essere memorizzato in ogni colonna o attributo, come intero, stringa o data. 

 
 

• Chiave primaria: la chiave primaria è la chiave che identifica in modo univoco 

ogni tupla. Deve essere univoca e non nulla. 



 

• Chiave esterna: la chiave esterna è la chiave utilizzata per collegare due tabelle. 

Si riferisce alla chiave primaria di un'altra tabella. 

 

• Vincoli: regole che assicurano l'integrità e la validità dei dati. La generazione delle 

chiavi rappresenta uno dei principali vincoli per il modello, garantendo l'integrità 

e l'unicità delle informazioni archiviate. Gli altri vincoli comuni includono NOT 

NULL, UNIQUE, CHECK e DEFAULT. 

Dopo aver formalizzato la struttura logica del database, è necessario procedere con la 

sua implementazione effettiva. Questo passaggio viene realizzato attraverso le istruzioni 

SQL appartenenti al Data Definition Language (DDL). 

3.4 Progettazione di database: le Istruzioni SQL 

Come esplicato nella sezione precedente, le istruzioni di Data Definition Language hanno 

lo scopo di costruire e modificare la struttura del database. Questo linguaggio 

comprende una grande quantità di comandi, tuttavia per lo scopo della trattazione è 

sufficiente approfondire il comando “CREATE TABLE”. Grazie a questo comando è infatti 

possibile costruire le tabelle del database partendo dallo schema logico relazionale, 

assicurandosi in tal modo di rispettare i vincoli e le specifiche sviluppate negli step 

precedenti.  

La sintassi è alquanto semplice: è sufficiente inserire il comando CREATE TABLE seguito 

dal nome della tabella da creare. Successivamente è necessario inserire tra parentesi 

tonde l’elenco degli attributi presenti nella tabella, specificandone a fianco la tipologia. 

In questa sezione vengono anche identificate le chiavi primarie (indicate come “PRIMARY 

KEY”) e le chiavi esterne (indicate come “FOREING KEY”). 

Dopo aver concluso le istruzioni SQL la progettazione di database può dirsi completa. 



 

Figura 13 - Step di progettazione di un database 

  



Sezione II: Modalità di Assessment 

Dopo aver contestualizzato gli strumenti e le discipline oggetto di questa trattazione, 

questa sezione esplica le modalità di analisi utilizzate per verificare le effettive capacità 

dei Large Language Models nel modellizzare soluzioni a problemi di progettazione di 

database. 

Capitolo 4: 

Modalità di Analisi e Campionamento 

4.1 Obiettivo dell’assessment 

Questo studio si propone di analizzare il ruolo dei Large Language Models (LLM) nella 

progettazione di database, valutandone le potenzialità, le limitazioni e le implicazioni 

pratiche. Attraverso un'analisi sperimentale su un ampio set di descrizioni testuali di 

database, la ricerca intende esaminare l'affidabilità e l'accuratezza dei modelli 

nell'interpretazione dei requisiti e nella generazione automatica di schemi logici 

relazionali e istruzioni SQL.  

L'obiettivo è identificare i contesti in cui l'impiego degli LLM può rappresentare un valore 

aggiunto, evidenziando al contempo le principali criticità da affrontare per 

un'integrazione efficace. A tal fine, sono stati testati tre modelli (ChatGPT, Gemini e 

Llama) confrontandone le prestazioni sulla base di criteri specifici, al fine di delineare le 

condizioni ottimali per il loro utilizzo nella progettazione di database. 

In questo capitolo verranno approfondite le modalità di campionamento e di analisi, che 

hanno portato alla costruzione di un algoritmo basato sull’AI per la verifica automatizzata 

dei risultati. 



4.2 La scelta del campione 

La scelta del campione di analisi rappresenta un passaggio fondamentale per garantire 

la robustezza e la rappresentatività dello studio. Nel contesto della presente analisi, 

l’obiettivo è stato quello di selezionare un insieme di descrizioni testuali di database che 

simulassero le necessità progettuali riscontrabili in contesti reali. 

Al fine di ottenere risultati statisticamente significativi, l’analisi è stata svolta su un 

campione costituito da 15 descrizioni testuali, ciascuna delle quali rappresenta una 

simulazione reale di progettazione database. I testi sono stati selezionati in modo 

eterogeneo in base alle caratteristiche seguenti: 

1. Rappresentatività del mondo reale:  

poiché l’obiettivo di questo studio era valutare le effettive applicazioni pratiche degli LLM 

nella progettazione, la selezione di testi rappresenta contesti realistici diversificati 

(gestione di eventi, sistemi aziendali, piattaforme di gestione accademica ecc.) Questa 

varietà garantisce che il campione sia il più possibile rappresentativo delle diverse 

esigenze progettuali che i professionisti possono incontrare. 

2. Presenza delle principali criticità presenti nella progettazione di database: 

Ogni descrizione include le criticità che sono spesso causa di errori nei contesti di 

progettazione, al fine di testare in modo significativo i limiti dei Large Language Models 

nel confrontarsi con problemi complessi. Le principali criticità presenti trasversalmente 

nelle descrizioni sono: 

• Ambiguità semantiche: situazioni in cui l’interpretazione del linguaggio naturale 

può risultare poco chiaro o suscettibile di interpretazioni multiple. 

 

• Complessità delle relazioni: presenza di relazioni complesse, come gerarchie, 

relazioni ternarie, gestione del tempo. 

 



• Vincoli di integrità: utilizzo diffuso di chiavi esterne e composte, al fine di testare 

la capacità dell’LLM nel mantenere coerente e connessa la propria soluzione 

Per illustrare la natura dei campioni analizzati, si riporta di seguito una delle 15 

descrizioni testuali selezionate. Questo esempio rappresenta un caso tipico di 

progettazione di database, includendo criticità comuni come la gestione del tempo e 

complessi vincoli di integrità:  

“La ONLUS BimbiGioco gestisce diversi baby parking nella citta di Torino e vuole 

realizzare una base di dati per la gestione delle proprie attività.  

• Ciascun baby parking della ONLUS BimbiGioco è identificato dal nome ed è 

caratterizzato dall'indirizzo e dall'indicazione se sia presente uno spazio esterno 

attrezzato. Presso ogni baby parking sono disponibili alcune sale. Ogni sala è identificata 

da un codice univoco all'interno del baby parking presso cui e disponibile ed è 

caratterizzata da nome e dimensione della sala.  

• In ogni baby parking si organizzano diverse attività per intrattenere i bambini. Ogni 

attività è caratterizzata da un codice univoco all'interno del baby parking presso cui viene 

organizzata. Per ogni attività sono inoltre noti il nome dell'attività e la fascia di età (età 

minima e massima) dei bambini che vi possono partecipare. Tra le possibili attività ci 

sono i laboratori tematici. Per ogni laboratorio tematico sono noti la tipologia (ad esempio 

espressione corporea, teatro o racconto animato), l'elenco degli oggetti utilizzati durante 

lo svolgimento del laboratorio (ad esempio strumenti musicali, carta e colori) e 

l'informazione su dove viene svolto il laboratorio (ossia se all'interno del baby parking o 

all'esterno).  

• I dipendenti della ONLUS BimbiGioco sono identificati dal codice fiscale. Per ogni 

dipendente sono noti nome, data di nascita, numero di cellulare ed indirizzo e-mail (se 

disponibile). I dipendenti sono classificati in educatori, personale ausiliario ed 

amministrativi. Per gli amministrativi è nota la mansione, mentre per gli educatori il titolo 

di studio. Per il personale ausiliario la base di dati memorizza i giorni della settimana in 

cui prestano servizio con l'indicazione della fascia oraria lavorativa (ora di inizio e ora di 



ne lavoro). Si consideri che la stessa persona può prestare servizio in più giorni della 

settimana, ma al più in una fascia oraria in ciascun giorno.  

• I bambini che frequentano i baby parking della ONLUS BimbiGioco sono caratterizzati 

da codice fiscale, nome, data di nascita e lista dei recapiti telefonici dei genitori. La base 

di dati memorizza le iscrizioni annuali effettuate per i bambini nei diversi baby parking. 

Ciascuna iscrizione è identificata dall'anno scolastico di riferimento e da un codice 

progressivo all'interno dell'anno scolastico di riferimento. Per ogni iscrizione è inoltre 

noto il bambino per il quale viene effettuata e il baby parking di riferimento. Ad ogni 

bambino possono corrispondere più iscrizioni in anni scolastici diversi.  

• Si vuole tenere traccia del programma dei laboratori tematici organizzati presso i diversi 

baby parking. Per ciascun laboratorio tematico in programma, la base di dati memorizza 

la data, l'ora di inizio e di fine, l'educatore che coordina il laboratorio e l'elenco dei 

bambini che partecipano al laboratorio. Si precisa che lo stesso laboratorio tematico può 

essere svolto in date diverse e più volte nella stessa data. Un educatore non può 

coordinare due o più laboratori tematici contemporaneamente.” 

 

Come è possibile osservare, Il campione richiede di modellizzare una struttura articolata 

con entità principali (baby parking) e relazioni complesse (sale, attività, laboratori). La 

descrizione presenta dati eterogenei (testuali, numerici, liste) che richiedendo un 

modello versatile ed efficiente, mentre la gestione dello storico delle attività aggiunge 

complessità strutturale. L’esempio riflette quindi un caso reale e complesso, ideale per 

valutare la capacità di un LLM nel gestire relazioni articolate, vincoli e una varietà di dati. 

4.3 La scelta degli LLM 

La presente trattazione, oltre a verificare l’efficacia delle soluzioni generate dagli LLM 

nella progettazione di database, ha anche come obiettivo quello di individuare differenze 

statisticamente significative tra le performance di diversi LLM sottoposti allo stesso 

problema. A tal fine sono stati selezionati tre LLM distinti: ChatGPT, Gemini e Llama. 



Questa scelta è stata guidata da criteri specifici che mirano a garantire un confronto 

significativo, maggiormente approfonditi in questo paragrafo: 

 

Figura 14 - LLM oggetto di analisi (Fonte: Svisciano, Rekordata, Hyperight) 

1. Diversificazione delle architetture: I tre Large Language Models selezionati in 

questa trattazione rappresentano tre diverse architetture, ciascuna sviluppata da 

un’azienda tecnologica distinta. Questa diversità consente di analizzare l'impatto 

che differenti approcci progettuali possono avere sulle prestazioni degli LLM, in 

relazione ai problemi specifici esaminati in questa ricerca. 

 

2. Confronto tra competitor diretti: per fornire maggiori potenzialità applicative, gli 

LLM selezionati sono quelli riconosciuti come modelli leader nel settore dell’AI 

generativa, spesso considerati diretti concorrenti. Confrontare questi modelli 

consente quindi di evidenziare i relativi punti di forza e debolezza, offrendo una 

panoramica realistica delle più avanzate soluzioni attualmente disponibili sul 

mercato 

 

3. Equilibrio tra profondità ed ampiezza dell’Analisi: limitare l’analisi a tre modelli 

permette un esame approfondito di ciascuno, mantenendo allo stesso modo una 

visione comparativa sufficientemente ampia. Inoltre, dato l’elevato numero di 

criteri e campioni, la scelta di soffermarsi su tre LLM risulta bilanciata al fine di 



non appesantire operativamente il processo di raccolta e analisi dei risultati, che 

riesce comunque a garantire la significatività dello studio. 

Per comprendere meglio le caratteristiche e l’architettura dei tre Large Language Models 

selezionati, è utile tracciare un profilo dettagliato per ciascun modello. Le informazioni 

chiave sono riassunte nelle seguenti tabelle. 

 

CHAT GPT 

Sviluppatore Open AI 

Versione utilizzata ChatGPT 4o 

Data di rilascio versione 13-mag-24 

Numero di parametri Più di 200 Miliardi di parametri 

Caratteristiche 

Comprensione contestuale raffinata e dalla 

capacità di generare risposte dettagliate e coerenti. 

Offre prestazioni migliorate nella gestione di 

richieste complesse, con un'attenzione particolare 

alla personalizzazione delle risposte. 

Tabella 1 - Caratteristiche tecniche CHATGPT 

 

GEMINI 

Sviluppatore Google 

Versione utilizzata Gemini 1.5 Flash 

Data di rilascio versione 24-set-24 

Numero di parametri Più di 1,5 Trilioni di parametri 



Caratteristiche 

Progettato per offrire un'alta velocità di risposta e 

una comprensione del contesto avanzata, combina 

efficienza computazionale con la capacità di gestire 

richieste complesse. 

Tabella 2 - Caratteristiche tecniche GEMINI 

LLAMA 

Sviluppatore Meta 

Versione utilizzata Meta Llama 3.3 

Data di rilascio versione 06-dic-24 

Numero di parametri Più di 7 Miliardi di parametri 

Caratteristiche 

Progettato per garantire un'elevata efficienza e 

accessibilità, offrendo prestazioni avanzate in un 

framework open-source. 

Tabella 3 -  Caratteristiche tecniche LLAMA 

Come è possibile osservare, le versioni dei modelli selezionati risultano essere 

contestuali da un punto di vista temporale, mentre la differente architettura e approccio 

progettuale rendono gli LLM significativamente diversi (caratteristica evidente 

confrontando il numero di parametri). 

 

 4.4 Processo di generazione dell’output 

Questo paragrafo ha come obiettivo quello di esplicare la struttura del processo di 

generazione delle soluzioni da parte dei tre modelli LLM descritti in precedenza. 

Data la diversa natura dei modelli, nella generazione dei risultati è emersa la necessità di 

uniformare gli output ad un formato standard in modo da rendere se soluzioni generate 

dall’AI confrontabili con le soluzioni corrette. Il formato stabilito per la generazione delle 



soluzioni AI, che è stato successivamente replicato anche nelle soluzioni correte dei 

campioni, è il seguente: 

• Schema logico relazionale 

Segue elenco entità e attributi  

• Istruzioni SQL 

Segue codice di SQL create table  

Mantenere una formattazione costante e coerente è di fondamentale importanza per 

verificare la robustezza del modello e facilitare il processo di verifica. Tuttavia, come noto 

dai primi capitoli introduttivi, una delle principali difficoltà derivante dall’utilizzo degli 

LLM è mantenere la coerenza e la costanza nella generazione di output successivi. 

Per ovviare a questo problema si è deciso di costruire appositamente un algoritmo in 

linguaggio Python in grado di generare l’output desiderato a partire da un documento di 

testo. Adattando il codice alle chiavi API dei tre modelli, è stato quindi possibile 

automatizzare il processo di generazione output garantendo al contempo l’uniformità 

formale delle soluzioni generate da LLM diversi. 

Di seguito viene riportato il codice configurato per ChatGPT. Per meglio comprendere il 

funzionamento dell’algoritmo, il codice è stato suddiviso in diverse sezioni riportate di 

seguito. Ogni sezione sarà seguita da una breve descrizione in modo da poter 

approfondire la struttura e le funzionalità di ciascuna: 

Configurazione dall’API di OpenAI 

import openai 

# Configura l'API di OpenAI 

openai.api_key = "..." 



La prima parte del codice importa la libreria openai e configura l’API impostando una 

chiave di accesso privata. Questa chiave è necessaria per autenticarsi e inviare richieste 

ai modelli di OpenAI. La libreria permette di sfruttare le capacità di generazione e analisi 

del modello ChatGPT. 

Funzione per Leggere il Documento di Input 

def leggi_documento(file_path): 

    """Legge il contenuto di un file di testo.""" 

    with open(file_path, 'r', encoding='utf-8') as file: 

        return file.read() 

Questa funzione legge il contenuto del file di input (in formato testo) che descrive un 

database da progettare. Utilizza la modalità di lettura ('r') e specifica la codifica UTF-8 per 

garantire la corretta interpretazione dei caratteri speciali. Questo passaggio è 

fondamentale per acquisire i dati di input che ChatGPT utilizzerà per generare lo schema 

relazionale e le istruzioni SQL. 

Generazione dell’Output Utilizzando ChatGPT 

def genera_output_da_documento(contenuto_documento): 

    """Invia il contenuto del documento a ChatGPT e genera 

l'output.""" 

    prompt = ( 

        "Il seguente testo descrive un database da progettare:\n" 

        f"{contenuto_documento}\n\n" 

        "Genera lo schema logico relazionale del database, indicando 

le chiavi con un asterisco a fianco del nome, e successivamente " 

        "fornisci le istruzioni SQL per creare le tabelle. Scrivi il 

risultato " 



        "in formato chiaro e ben strutturato." 

    ) 

    response = openai.ChatCompletion.create( 

        model="gpt-4o", 

        messages=[ 

            {"role": "system", "content": "Sei un assistente esperto 

in progettazione di database."}, 

            {"role": "user", "content": prompt} 

        ], 

        max_tokens=3000, 

        temperature=0.7 

    ) 

    return response['choices'][0]['message']['content'] 

Questa funzione rappresenta il cuore dell’algoritmo. Riceve in input il contenuto del 

documento che descrive il database e costruisce un prompt dettagliato per ChatGPT. Il 

prompt specifica che l’obiettivo è generare uno schema logico relazionale e le istruzioni 

SQL corrispondenti. Il prompt richiede anche di indicare le chiavi primarie ed esterne con 

asterischi per una migliore leggibilità. 

Viene utilizzato il modello gpt-4o, configurato per rispondere in modo coerente e 

informato, grazie al contesto fornito nel prompt. La funzione imposta anche il parametro 

max_tokens=3000, che limita la lunghezza della risposta, e temperature=0.7, che 

controlla la creatività della generazione. Il risultato restituito è una stringa che contiene 

lo schema relazionale e le istruzioni SQL. 

Funzione per Salvare l’Output 



def salva_output(file_path, contenuto): 

    """Salva il contenuto in un file di testo.""" 

    with open(file_path, 'w', encoding='utf-8') as file: 

        file.write(contenuto) 

La funzione salva_output salva l’output generato da ChatGPT in un file di testo 

specificato. Utilizza la modalità di scrittura ('w') e la codifica UTF-8 per assicurare che 

l’output sia memorizzato correttamente, anche se contiene caratteri speciali. Questo 

passaggio permette di archiviare in modo permanente le istruzioni SQL e lo schema 

relazionale generati, consentendo una facile consultazione successiva. 

Funzione Principale (main) 

def main(): 

    # Path del documento di input e output 

    documento_input = "Testo interrogazione.txt"  # Nome del file di 

input 

    documento_output = "ia_solution.sql" 

    try: 

        # Leggi il contenuto del documento di input 

        contenuto_documento = leggi_documento(documento_input) 

        # Genera l'output con ChatGPT 

        output_generato = 

genera_output_da_documento(contenuto_documento)    

        # Salva l'output nel file di output 

        salva_output(documento_output, output_generato) 

        print(f"Output generato e salvato in: {documento_output}") 



    except Exception as e: 

        print(f"Si è verificato un errore: {e}") 

if __name__ == "__main__": 

    main() 

La funzione main coordina l’intero processo di esecuzione dell’algoritmo. Legge il 

contenuto del file di input, invia i dati a ChatGPT per la generazione dello schema 

relazionale e delle istruzioni SQL, e salva il risultato in un file di output. Se durante 

l’esecuzione si verificano errori, come file mancanti o problemi di rete, l’eccezione viene 

catturata e viene stampato un messaggio di errore. Questa struttura rende l’algoritmo 

robusto e capace di gestire eventuali anomalie in modo controllato. 

Adattando opportunamente questo codice alle API degli altri due modelli, è risultato 

possibile automatizzare il processo di generazione output, ottenendo soluzioni 

confrontabili e formalmente corrette. Nel capitolo successivo verranno maggiormente 

approfondite le modalità di verifica della correttezza delle soluzioni. 

  



Capitolo 5: 

Modalità di Assessment 

Questo capitolo si pone come obiettivo quello di dettagliare le modalità di assessment 

utilizzato per questa analisi. Questo processo di verifica è infatti fondamentale per 

valutare in modo rigoroso le capacità degli LLM nella progettazione dei database, 

identificandone punti di forza e debolezza. 

Per garantire un approccio chiaro e sistematico, il capitolo sarà articolato in due parti 

principali: la prima sarà dedicata all’identificazione dei criteri utilizzati per valutare le 

performance dei modelli, mentre la seconda illustrerà nel dettaglio l’algoritmo che è 

stato appositamente sviluppato per automatizzare questo processo.  

5.1 Criteri di verifica 

Definire criteri di verifica pertinenti ed esaustivi rappresenta una delle principali sfide in 

un processo di analisi. Essi permettono infatti di stabilire un quadro oggettivo per il 

confronto, assicurandosi che l’analisi sia rigorosa e replicabile. La scelta dei criteri è 

particolarmente rilevante in questo studio, in quanto la progettazione di database è 

caratterizzata da aspetti strettamente tecnici, logici e semantici. 

Tenendo conto di ciò, la presente ricerca ha cercato di ricondurre le principali criticità e 

aspetti chiave della progettazione di database in sedici criteri di verifica che, se rispettati, 

sono in grado di garantire la correttezza formale e semantica della soluzione generata. 

Per garantire una maggiore coerenza e scorrevolezza, di seguito vengono riportati i 

passaggi logici che hanno guidato nella ricerca nell’individuazione di tali criteri. 

Il primo passaggio è stato quello di individuare i componenti chiave della progettazione 

logica relazionale (che corrispondono anche a quelli delle istruzioni SQL di create table). 

Sono quindi stati individuati sei macro-componenti: 



1. Entità: rappresentano gli elementi fondamentali di un database. Identificarle 

correttamente è essenziale per costruire una struttura coerente con il contesto che 

si desidera rappresentare 

 

2. Attributi: definire correttamente gli attributi è un’estensione della corretta 

definizione delle entità. Comprendere le diverse casistiche di gestione degli attributi 

(ad es. gli attributi multi-valore) rappresenta un aspetto fondamentale per valutare la 

correttezza di una soluzione. 

 

3. Chiavi: definire correttamente i vari tipi di chiave rappresenta forse la caratteristica 

più importante per determinare se il modello ha compreso appieno la struttura logica 

del database 

 

4. Gerarchie: la gestione delle gerarchie è un aspetto meno rigoroso per garantire la 

correttezza formale della soluzione, ma una corretta interpretazione delle gerarchie 

può migliorare sensibilmente l’efficienza del database. Può essere quindi 

estremamente utile verificare la capacità di interpretazione e arbitrarietà dei modelli 

per costruire la soluzione più efficiente possibile. 

 

5. Relazioni: La diversa gestione logica che i diversi tipi di relazione richiedono è un 

indicatore chiave per valutare la comprensione testuale degli LLM  

 

6. Gestione del tempo: La gestione dell’evoluzione temporale dei dati in un database 

introduce spesso complessità, poiché richiede meccanismi per tracciare le variazioni 

storiche di concetti e informazioni nel tempo. Osservare come i modelli generativi 

gestiscono questo tipo di problema nelle sue manifestazioni rappresenta un aspetto 

fondamentale per valutare la correttezza delle soluzioni 

Usando questi sei macrogruppi come base di partenza, la ricerca dei criteri è proseguita 

individuando tutte le possibili casistiche verificabili per ogni macrogruppo, costruendo 

su di esse i sedici criteri di verifica riportati integralmente di seguito. 



Macrogruppo Entità 

1. Corretta definizione delle entità 

• Descrizione: Valutare se le entità definite dalla soluzione generata dall'IA 

corrispondono a quelle della soluzione corretta. 

 

• Cosa confrontare: L'elenco delle entità nella soluzione generata deve coincidere 

con quello della soluzione corretta. Eventuali discrepanze nei nomi non devono 

influire se la funzione dell’entità è equivalente. Ogni entità deve rappresentare 

correttamente un oggetto reale o concettuale del dominio. 

Macrogruppo Attributi 

2. Corretta definizione degli attributi multi-valore 

• Descrizione: Controllare se gli attributi multi-valore nella soluzione generata sono 

gestiti come nella soluzione corretta. 

 

• Cosa confrontare: Gli attributi multi-valore devono essere gestiti in tabelle 

separate, come nella soluzione corretta. Il confronto deve ignorare differenze nei 

nomi degli attributi, focalizzandosi sulla struttura e sulla funzione. 

3. Corretta definizione degli attributi ridondanti 

• Descrizione: Verificare se la soluzione generata evita o gestisce gli attributi 

ridondanti in modo simile alla soluzione corretta. 

• Cosa confrontare: Le due soluzioni devono eliminare ridondanze equivalenti, 

rispettando le regole di normalizzazione. Gli attributi derivabili da altri dati devono 

essere trattati nello stesso modo in entrambe le soluzioni. 

Macrogruppo Chiavi 

4. Corretta definizione delle chiavi interne semplici 



• Descrizione: Valutare se le chiavi primarie semplici sono definite correttamente e 

in modo coerente tra le due soluzioni. 

 

• Cosa confrontare: Ogni entità nella soluzione generata deve avere una chiave 

primaria equivalente a quella nella soluzione corretta. Differenze nei nomi non 

influiscono, purché l’identificazione rimanga univoco. 

5. Corretta definizione delle chiavi interne composte 

• Descrizione: Controllare se le chiavi primarie composte nella soluzione generata 

riflettono quelle della soluzione corretta. 

 

• Cosa confrontare: La composizione delle chiavi deve essere equivalente, 

indipendentemente dall'ordine degli attributi. Le chiavi devono essere minimali e 

identificare univocamente i record in entrambe le soluzioni. 

6. Corretta definizione delle chiavi esterne 

• Descrizione: Valutare se le chiavi esterne nella soluzione generata corrispondono 

a quelle della soluzione corretta. 

 

• Cosa confrontare: Ogni chiave esterna deve riferirsi alla chiave primaria corretta, 

rispettando i vincoli di integrità referenziale. Le discrepanze nei nomi non 

contano, purché i collegamenti tra entità siano equivalenti. 

Macrogruppo Gerarchie 

7. Corretta definizione delle generalizzazioni 

• Descrizione: Analizzare se la soluzione generata rappresenta le generalizzazioni 

come nella soluzione corretta. 

 

• Cosa confrontare: L'approccio alla generalizzazione (totale, parziale) deve essere 

coerente tra le due soluzioni.  



8. Corretta definizione dei sottoinsiemi 

• Descrizione: Verificare se i sottoinsiemi nella soluzione generata sono definiti 

correttamente rispetto alla soluzione corretta. 

 

• Cosa confrontare: I sottoinsiemi devono essere chiaramente distinti e coerenti 

con i vincoli della soluzione corretta. Differenze terminologiche non influenzano 

la validità se la logica è rispettata. 

Macrogruppo Relazioni 

9. Corretta definizione delle relazioni binarie (1-1) 

• Descrizione: Controllare se le relazioni uno-a-uno nella soluzione generata 

corrispondono a quelle della soluzione corretta. 

 

• Cosa confrontare: Le chiavi esterne utilizzate devono riflettere la relazione 1-1 

prevista nella soluzione corretta. Le differenze nei nomi o nelle tabelle non 

contano se la relazione logica è equivalente. 

10. Corretta definizione delle relazioni binarie (1-molti) 

• Descrizione: Verificare la corrispondenza delle relazioni uno-a-molti tra la 

soluzione generata e quella corretta. 

 

• Cosa confrontare: La chiave esterna deve essere definita nella tabella corretta 

(lato “molti”). La struttura deve riflettere la stessa logica presente nella soluzione 

corretta. 

11. Corretta definizione delle relazioni binarie (molti-molti) 

• Descrizione: Analizzare se le relazioni molti-a-molti sono gestite nello stesso 

modo in entrambe le soluzioni. 

 



• Cosa confrontare: Deve essere presente una tabella di giunzione che rappresenti 

la relazione. Le chiavi esterne nella tabella di giunzione devono essere equivalenti. 

12. Corretta definizione delle relazioni ternarie 

• Descrizione: Valuta se la soluzione generata gestisce le relazioni ternarie come 

nella soluzione corretta. 

 

• Cosa confrontare: La relazione deve essere rappresentata con una tabella 

separata. La tabella deve includere chiavi esterne per tutte le entità coinvolte. 

13. Corretta definizione delle relazioni ricorsive 

• Descrizione: Controlla se le relazioni ricorsive sono definite nello stesso modo in 

entrambe le soluzioni. 

 

• Cosa confrontare: La relazione ricorsiva deve essere rappresentata con una 

chiave esterna che punta alla stessa tabella. I ruoli delle istanze nella relazione 

devono essere chiaramente definiti. 

Macrogruppo Gestione del tempo 

14. Corretta gestione del tempo binaria 

• Descrizione: Verifica se la soluzione generata include una gestione temporale 

binaria coerente con quella corretta. 

 

• Cosa confrontare: Devono essere presenti attributi per l'inizio e la fine della 

validità temporale. Le variazioni temporali devono essere gestite in modo 

equivalente senza sovrascrivere i dati. 

15. Corretta gestione del tempo ternaria 

• Descrizione: Controlla se la gestione temporale nelle relazioni ternarie è coerente 

tra le due soluzioni. 



 

• Cosa confrontare: La tabella che rappresenta la relazione ternaria deve includere 

attributi temporali equivalenti. 

16. Corretta gestione del tempo storica 

• Descrizione: Valuta se la soluzione generata supporta una gestione storica 

completa, come nella soluzione corretta. 

 

• Cosa confrontare: Ogni entità e relazione deve includere attributi temporali come 

data_inizio e data_fine. I dati storici devono essere gestiti senza sovrascrivere 

informazioni correnti. 

Questi sedici criteri con le rispettive descrizioni sono stati riportati in un documento 

denominato criteri.txt che sarà utilizzato come file di input nell’algoritmo di verifica. Il 

paragrafo successivo approfondirà proprio il codice utilizzato per questo scopo. 

5.2 Algoritmo di verifica 

Nel contesto di questa ricerca. L’utilizzo di algoritmi per generare e confrontare le 

soluzioni generate dagli LLM con le soluzioni corrette rappresenta una scelta strategica 

e necessaria: la progettazione e l’utilizzo di un algoritmo di verifica consentono infatti di 

affrontare il problema con un approccio sistematico, garantendo precisione, replicabilità 

e velocità nell’analisi delle soluzioni. 

Una delle principali ragioni che hanno portato verso una verifica automatizzata è stata 

l’esigenza di ridurre i tempi di valutazione: a causa dell’elevato numero di campioni e 

criteri il confronto manuale sarebbe stato non solo oneroso in termini di tempo, ma 

anche potenzialmente soggetto ad errori interpretativi e discrepanze dovute a fattori 

umani. L’utilizzo di un algoritmo basato sull’intelligenza artificiale, nonostante possa 

presentare alcuni bias rispetto ad un algoritmo tradizionale, consente un approccio più 

flessibile alla complessità delle soluzioni da confrontare, risultando quindi la scelta più 

strategica ai fini di questa trattazione. 



Un ulteriore aspetto che ha influenzato la scelta è la potenziale utilità futura 

dell’algoritmo stesso. Sviluppare un algoritmo di questo tipo permette infatti di 

riutilizzare il codice in applicazioni esterne a questa ricerca, dove sia necessario 

confrontare soluzioni di progettazione di database. Inoltre, l’utilizzo di un algoritmo 

basato su criteri specifici (illustrati in precedenza) supporta una maggiore trasparenza e 

documentabilità del processo di analisi. 

Per implementare la verifica automatizzata è stato quindi costruito un algoritmo basato 

sull’intelligenza artificiale, che sfrutta un LLM esterno per verificare automaticamente la 

corrispondenza tra soluzione generata e soluzione corretta, riuscendo in tal modo a 

ridurre drasticamente i tempi di verifica pur mantenendo coerenza e flessibilità. Come 

verrà approfondito nel corso del capitolo, l’LLM verificherà le soluzioni secondo i sedici 

criteri specifici elencati in precedenza, indicando per ciascun criterio con un punteggio 

da 1 a 100 la corrispondenza della soluzione generata con la soluzione corretta.  

Per verificare l’affidabilità dell’algoritmo utilizzato è stata svolta un’analisi delle 

allucinazioni sui punteggi estremi (approfondita nel capitolo 6), dalla quale è stato 

possibile constatare un buon livello di affidabilità del modello nonostante alcuni bias 

minori. 

In questo capitolo verrà quindi descritto nel dettaglio il funzionamento dell’algoritmo, le 

sue principali componenti e le modalità con cui esso è stato progettato per affrontare le 

specifiche sfide poste da questa analisi. 

5.2.1 Premesse e possibili bias di costruzione 

L’algoritmo utilizza un LLM (nello specifico ChatGPT 4o)  per effettuare un confronto tra 

la soluzione AI-generated e la soluzione corretta, basandosi sui criteri stabiliti in 

precedenza. I file di input risultano quindi essere i seguenti: 

• La soluzione generata che rappresenta l’output di uno dei tre modelli generativi 

valutati in questo studio (ChatGPT, Gemini, Llama). 

• La soluzione corretta con cui confrontare la soluzione generata.. 



• I sedici criteri di analisi che fungono da guida strutturata per la valutazione, 

specificando parametri e metriche di valutazione. 

Un elemento critico di cui tenere conto nell’implementazione di un algoritmo di questo 

tipo è il rischio di bias dovuto all’utilizzo di un dello stesso modello (ChatGPT 4o) sia per 

la generazione delle soluzioni (nel caso dell’analisi relativa a ChatGPT) sia per la verifica 

delle soluzioni prodotte da tutti gli LLM utilizzati. Il modello potrebbe infatti essere più 

incline ad interpretare le proprie scelte come corrette, in quanto addestrato sugli stessi 

dati e logiche utilizzate nella fase di generazione. Poiché Chat GPT 4o è stato utilizzato 

sia per generare che per verificare le soluzioni, questo potrebbe inoltre risultare 

penalizzante per le valutazioni di Gemini e Llama. 

Nonostante il rischio non trascurabile della presenza di bias, la scelta di utilizzare 

Chatgpt 4o è giustificata dalla volontà di confrontare modelli temporalmente simili, 

infatti le date di rilascio dei tre LLM risultano essere tutte comprese tra maggio e 

dicembre 2024. Inoltre, per massimizzare l’uniformità e la coerenza delle valutazioni è 

stato valutato corretto impiegare il modello di OpenAI più performante e accessibile al 

momento, vale a dire ChatGPT 4o. 

5.2.2 Struttura e spiegazione dell’algoritmo 

L’algoritmo è stato implementato in Python, un linguaggio scelto per la sua versatilità, 

semplicità e per la vasta disponibilità di librerie per l’elaborazione dei dati e l'integrazione 

con API esterne. Ogni parte del codice sarà descritta con precisione per chiarire il ruolo 

di ciascun componente, con una particolare attenzione alla logica utilizzata per generare 

i prompt, analizzare le risposte, e salvare i risultati: 

Configurazione dell’API di OpenAI 

import openai 

import csv 

# Configura l'API di OpenAI 



openai.api_key = "..." 

L'algoritmo inizia configurando l'accesso all'API di OpenAI, essenziale per inviare 

richieste al modello ChatGPT. La libreria “openai” viene importata per gestire le 

interazioni con l'API, mentre la chiave API è impostata per autenticare ogni richiesta. 

Questo passaggio è di fondamentale importanza, poiché permette di utilizzare il modello 

ChatGPT per analizzare e confrontare le soluzioni di database.  

Caricamento delle Soluzioni 

def load_solutions(ia_solution_path, reference_solution_path): 

    # Carica le soluzioni in formato SQL 

    with open(ia_solution_path, 'r') as f: 

        ia_solution = f.read() 

    with open(reference_solution_path, 'r') as f: 

        reference_solution = f.read() 

    return ia_solution, reference_solution 

La funzione load_solutions permette di leggere da file le due soluzioni, quella generata 

dall’intelligenza artificiale e quella corretta di riferimento. I file, tipicamente contenenti 

codice SQL, vengono letti in modalità testo ('r') e restituiti come stringhe. Questa funzione 

semplifica il caricamento delle soluzioni in memoria e garantisce che entrambe siano 

pronte per essere inserite nel processo di confronto. La separazione tra file diversi aiuta 

a mantenere chiarezza nel workflow e a evitare confusione durante l’elaborazione. 

Caricamento dei Criteri 

def load_criteria(criteria_path): 

    """ 

    Carica i criteri dal file di testo. 



    Args: 

        criteria_path (str): Percorso del file. 

    Returns: 

        str: Contenuto del file dei criteri. 

    """ 

    try: 

        with open(criteria_path, 'r', encoding='utf-8') as f: 

            return f.read().strip() 

    except UnicodeDecodeError as e: 

        print(f"Errore di decodifica del file {criteria_path}: {e}") 

        return "" 

    except Exception as e: 

        print(f"Errore durante il caricamento del file {criteria_path}: 

{e}") 

        return "" 

La funzione load_criteria legge un file di testo contenente i criteri di valutazione da 

utilizzare nel confronto tra le soluzioni. È stata progettata per gestire eventuali errori, 

come problemi di decodifica o file non trovati, garantendo la robustezza dell’algoritmo. 

Questa fase è cruciale perché i criteri forniscono una guida chiara e strutturata al 

modello per effettuare la verifica, riducendo le ambiguità e assicurando che tutte le aree 

critiche della progettazione di database vengano analizzate. 

Generazione del Prompt 

In questa sezione dell’algoritmo viene definito il prompt per la corretta costruzione 

dell’ouput di verifica da parte di ChatGPT. Data la complessità e la lunghezza del prompt, 

si è deciso di scomporlo ulteriormente nelle sue componenti ed analizzarle una ad una: 



def generate_prompt(ia_solution, reference_solution, criteria): 

    # Costruisce il prompt per ChatGPT 

    example_output = """ 

Esempio di output tabellare (ogni riga è formattata con criterio, 

punteggio e dettagli): 

Criterio,Punteggio,Dettagli 

Chiavi Primarie,90,"Le chiavi primarie sono definite correttamente 

in generale, ma ci sono alcune ridondanze." 

Chiavi Esterne,80,"Le chiavi esterne sono presenti e collegate 

correttamente nella maggior parte delle tabelle, ma manca una 

relazione chiave." 

Normalizzazione delle Tabelle,70,"La soluzione IA non normalizza 

alcune tabelle fino alla terza forma normale, causando alcune 

ridondanze." 

... 

""" 

All’algoritmo viene fornito un esempio di output per migliorare la sua consistenza nella 

risposta. Questo processo avviene definendo la varibile “example_ouput” che verrà 

utilizzata nella sezione successiva del prompt per completare i documenti utili alla 

generazione delle valutazioni. 

return f""" 

Prompt Definitivo 

Hai tre documenti in formato testuale: 

Soluzione generata dall'intelligenza artificiale: contiene lo schema 

relazionale logico e le istruzioni SQL. 



Soluzione corretta: contiene lo schema relazionale logico e le 

istruzioni SQL che rappresentano la soluzione ideale. 

Criteri di valutazione: una lista di 16 criteri con cui valutare le 

due soluzioni. 

Questa sezione comincia con il comando return f: esso serve a generare un prompt 

dinamico, in cui documenti o blocchi di informazioni vengono inseriti direttamente 

all'interno del testo grazie al meccanismo di string interpolation (la sezione dove questi 

documenti verranno inerpolati si trova nelle pagine successive).  

L'introduzione fornisce una descrizione del compito assegnato e degli elementi chiave 

che ChatGPT dovrà utilizzare per svolgerlo. Sono introdotti i tre documenti fondamentali: 

la soluzione generata dall'IA, quella di riferimento ideale e i criteri di valutazione. Questa 

parte definisce il contesto, evidenziando che l'obiettivo è confrontare le soluzioni in 

modo formale e strutturato, garantendo un'analisi coerente e affidabile. 

Obiettivo 

Il tuo compito è confrontare la soluzione generata dall'intelligenza 

artificiale con la soluzione corretta, utilizzando i 16 criteri 

forniti. Per ogni criterio, assegna un punteggio da 1 a 100 che 

rappresenta quanto la soluzione generata si avvicina alla soluzione 

corretta, e fornisci una breve motivazione per il punteggio. 

Indicazioni per il confronto 

Focalizzati sugli aspetti formali e strutturali: 

Confronta esclusivamente la struttura delle due soluzioni, ignorando 

eventuali differenze nei nomi di tabelle, attributi o relazioni. 

Valuta aspetti come: 

Numero di attributi nelle tabelle. 

Presenza e correttezza delle chiavi primarie e delle chiavi esterne. 

Vincoli di integrità (es. NOT NULL, UNIQUE). 



Correttezza e coerenza nelle relazioni tra entità. 

Metodo di confronto per ogni criterio: 

Verifica la presenza della componente nella soluzione generata 

rispetto alla soluzione corretta. 

Analizza la conformità alle regole formali previste dal criterio 

(es. chiavi, relazioni, vincoli). 

Ignora differenze terminologiche (es. nomi diversi per tabelle o 

colonne), valutando l’equivalenza strutturale e funzionale. 

Questa sezione del prompt specifica con precisione il compito che ChatGPT deve 

svolgere: analizzare le due soluzioni SQL seguendo 16 criteri predefiniti. Per ogni criterio, 

il modello deve assegnare un punteggio tra 1 e 100 e fornire una motivazione sintetica.  

Inoltre, questa parte fornisce le linee guida operative per il confronto: ChatGPT deve 

concentrarsi esclusivamente sugli aspetti strutturali delle due soluzioni, come il numero 

di attributi, la presenza di chiavi primarie ed esterne, e i vincoli di integrità. Le differenze 

terminologiche, come nomi di tabelle o colonne, devono essere ignorate. Questo aspetto 

è di fondamentale importanza per evitare che la discrezionalità degli LLM nella 

terminologia abbia un impatto sulla valutazione ottenuta 

Guida per l’assegnazione dei punteggi (1-100): 

95-100: Eccellente. La soluzione soddisfa completamente il criterio 

senza errori significativi. 

80-94: Molto buono. Piccoli errori o discrepanze lievi rispetto alla 

soluzione corretta. 

50-79: Accettabile. La soluzione è parzialmente corretta, ma ci sono 

diversi errori o mancanze. 

1-49: Scarso. La soluzione non soddisfa il criterio o presenta gravi 

errori. 

0: Assenza totale della componente prevista dal criterio. 



Impegnati per fornire un’analisi realistica e dettagliata: 

Utilizza l’intero range di punteggi da 1 a 100, evitando di 

limitarti a numeri "tondi". 

Assegna un punteggio ponderato, distinguendo tra piccoli errori (es. 

87) e problemi più gravi (es. 45). 

In questa sezione viene fornita una guida dettagliata per assegnare i punteggi. La scala 

va da 0 (componente assente) a 100 (criterio pienamente soddisfatto), con intervalli che 

descrivono livelli di qualità diversi. ChatGPT è invitato a utilizzare l'intera gamma di 

punteggi e a distinguere tra errori minori e gravi discrepanze. Questo garantisce un’analisi 

precisa, evitando risultati troppo generici o uniformi. 

Autovalutazione del risultato: 

Dopo aver generato la tabella, verifica che: 

Tutti i 16 criteri siano stati valutati. 

I punteggi siano distribuiti in modo realistico (non tutti molto 

alti o molto bassi). 

Le motivazioni siano coerenti con i punteggi assegnati. 

Se rilevi discrepanze o mancanze, rivedi le valutazioni e 

correggile. 

Esempio di valutazione per il criterio "Relazioni corrette": 

Soluzione generata: Relazione definita ma manca la chiave esterna. 

Soluzione corretta: Relazione correttamente definita con chiave 

esterna. 

Valutazione: 

Punteggio: 70 



Motivazione: La relazione è presente ma manca un elemento critico 

(la chiave esterna), riducendo l'aderenza allo schema corretto. 

Questa sezione punta a garantire un maggior livello di coerenza delle soluzioni inserendo 

un’autovalutazione successiva alla generazione dell’output. In questo modo viene 

indotto l’LLM a rivedere ulteriormente il suo operato e a correggere eventuali discrepanze 

e allucinazioni. 

Nota importante 

Comportati come un software di analisi professionale: 

Fornisci un punteggio accurato e ben ponderato per ogni criterio. 

Concentrati su un’analisi formale ed evita valutazioni soggettive o 

basate sulla terminologia. 

Linea guida per le motivazioni: 

Ogni motivazione deve essere breve (massimo 2-3 frasi), ma 

sufficiente a spiegare il punteggio assegnato. 

Formato finale richiesto: 

La tabella deve includere tutti i 16 criteri in ordine sequenziale. 

Ogni criterio deve avere una motivazione chiara e sintetica accanto 

al punteggio. 

A fine ouput è fondamentale che scrivi sempre in ogni ouput anche 

una frase che riassume il contenuto del databse che stai analizzando 

Criteri di verifica: 

{criteria} 

Soluzione generata dall'IA: 

{ia_solution} 

Soluzione di riferimento: 



{reference_solution} 

Formato di output: 

| Criterio | Punteggio | Dettagli | 

""" 

Questa sezione fornisce istruzioni finali per garantire che ChatGPT operi come un 

analista professionale, assegnando punteggi accurati e motivazioni concise. Richiede un 

output tabellare chiaro e una frase riassuntiva sul database analizzato. I quattro 

documenti inclusi nel prompt tramite {criteria}, {ia_solution}, {reference_solution} e 

{example_output} (variabile definita in precedenza), permettono di costruire 

dinamicamente un contesto completo per l'analisi. 

Sebbene il prompt possa risultare eccessivamente lungo e talvolta ripetitivo, per 

ottenere risposte coerenti e robuste da parte di un LLM la ripetizione può risultare 

decisiva. A supporto di ciò, nel contento di questa trattazione il prompt riportato è 

risultato il più efficace nel generare soluzioni robuste e formalmente corrette.  

Costruzione dell’ouput di valutazione 

def ask_chatgpt(prompt): 

    # Invio della richiesta a ChatGPT 

    response = openai.ChatCompletion.create( 

        model="gpt-4o", 

        messages=[ 

            {"role": "system", "content": "Sei un esperto in 

progettazione di database."}, 

            {"role": "user", "content": prompt} 

        ] 



    ) 

    # Stampa la risposta di ChatGPT per debug 

    print("Risposta di ChatGPT:") 

    print(response['choices'][0]['message']['content'])  # 

Visualizza la risposta completa 

    return response['choices'][0]['message']['content'] 

La funzione ask_chatgpt invia il prompt al modello ChatGPT di OpenAI per ottenere una 

risposta strutturata. Configura una richiesta utilizzando il modello gpt-4o, passando un 

messaggio di sistema per definire il contesto e il prompt generato in precedenza. La 

risposta generata viene restituita come testo e, per scopi di debug, viene stampata sulla 

console. 

Stampa dei risultati e sezione main 

def save_output_to_txt(output, file_path): 

    # Salva la risposta di ChatGPT in un file di testo 

    with open(file_path, 'w', encoding='utf-8') as file: 

        file.write(output) 

    print(f"L'output è stato salvato in {file_path}" 

# Main 

if __name__ == "__main__": 

    # Percorsi dei file contenenti le soluzioni 

    ia_solution, reference_solution = 

load_solutions("ia_solution.sql", "reference_solution.sql") 

    # Carica i criteri dal file 

    criteria = load_criteria("criteri.txt") 



    # Creazione del prompt 

    prompt = generate_prompt(ia_solution, reference_solution, 

criteria) 

    # Chiedi a ChatGPT di verificare le soluzioni 

    chatgpt_response = ask_chatgpt(prompt) 

    # Salva l'output in un file di testo 

    save_output_to_txt(chatgpt_response, 

"verifica_database_report.txt") 

Questa sezione conclusiva descrive il flusso operativo principale dello script: dopo aver 

caricato i file contenenti le soluzioni e i criteri di confronto, il codice genera il prompt con 

le istruzioni e lo invia al modello di OpenAI per effettuare l'analisi. Infine, il risultato 

dell'elaborazione viene salvato in un file di testo, rendendo l'output facilmente 

consultabile per successive analisi. 

L’algoritmo sviluppato ha consentito di automatizzare in modo efficace il processo di 

assessment delle soluzioni generate dagli LLM rispetto a quelle corrette, garantendo un 

livello elevato di robustezza, uniformità e replicabilità nell’analisi. L’automazione ha 

ridotto sensibilmente i rischi di errore umano, standardizzando il confronto tra i campioni 

attraverso un approccio strutturato e guidato dai criteri definiti. Ogni output generato dal 

codice, contenente valutazioni dettagliate per ciascun criterio, è stato opportunamente 

salvato in file di testo e successivamente aggregato in un file CSV. Questo formato 

tabellare facilita l’elaborazione e consente l’applicazione di tecniche di analisi 

quantitativa e qualitativa sui risultati. 

L’aggregazione dei dati rappresenta una fase chiave del workflow, poiché permette di 

esaminare in maniera sistematica le prestazioni dei modelli di linguaggio, identificando 

pattern, differenze e aree di miglioramento. La struttura del CSV consente inoltre di 

integrare i dati con strumenti di analisi statistica e visualizzazione, fornendo un quadro 

completo e dettagliato delle performance degli LLM. 



La sezione successiva sarà interamente dedicata all’analisi dei risultati ottenuti dalla 

verifica, con l’obiettivo di interpretare i punteggi assegnati ai vari criteri e trarre 

conclusioni significative sul comportamento dei modelli. 

  



Sezione III: Analisi dei risultati  

Utilizzando gli algoritmi precedentemente illustrati, è stato possibile costituire un 

database di 720 tuple: ogni tupla rappresenta la valutazione di uno dei 16 criteri, 

assegnata confrontando le soluzioni generate da uno specifico LLM su uno dei 15 esempi 

di progettazione. 

Capitolo 6: 

Verifica delle allucinazioni 

Per valutare i risultati ottenuti dall’analisi svolta, la seguente trattazione ha utilizzato i 

punteggi assegnati a ciascun criterio come metrica quantitativa. Questi dati 

rappresentano infatti l’output numerico del processo di verifica automatica. Essi 

sintetizzano il grado di soddisfacimento dei requisiti di correttezza e coerenza strutturale 

tra la soluzione generata dall’intelligenza artificiale e la soluzione corretta di riferimento. 

Già in fase di progettazione dell’analisi è sorta la necessità di poter valutare 

quantitativamente la verifica delle soluzioni. Questo requisito è stato infatti la base di 

partenza da cui è scaturita la costruzione di un algoritmo basato su un Large Language 

Model. Senza una valutazione quantitativa l’analisi sarebbe infatti risultata 

approssimativa e probabilmente inconcludente. Al contrario, l’analisi dei punteggi è 

stata scelta come strumento centrale di verifica grazie alla sua misurabilità e 

comparabilità. 

Trattandosi di punteggi quantitativi, essi consentendo infatti di applicare metodi statistici 

per identificare tendenze generali, pattern di comportamento e differenze significative tra 

i diversi LLM. Questo approccio quantitativo offre il vantaggio di ridurre la soggettività 

nella valutazione e di fornire risultati riproducibili.  

Inoltre, i punteggi permettono di confrontare i modelli non solo in termini assoluti, ma 

anche relativi, osservando come ciascun LLM si comporta rispetto a particolari aspetti 

della progettazione di database. L’analisi illustrata in questa sezione si concentra sia su 



metriche centrali come la media, per evidenziare il comportamento generale, sia su 

metriche di dispersione come la deviazione standard, per identificare instabilità o 

inconsistenze. 

6.1 Introduzione alla verifica delle allucinazioni 

Per garantire una maggiore rilevanza e veridicità dell’analisi è stata condotta una verifica 

manuale delle allucinazioni. Nel contesto degli LLM, le allucinazioni rappresentano 

risposte completamente inesatte o prive di fondamento rispetto ai dati di input. Anche se 

i punteggi assegnati dal modello sono generalmente affidabili, si è ritenuto opportuno 

verificare i punteggi estremi, ovvero quelli pari a 0 e 100, poiché indicano casi di aderenza 

totale o di fallimento completo rispetto al criterio analizzato. 

La scelta di verificare manualmente i punteggi estremi è motivata da diverse 

considerazioni: i punteggi 100 indicano che l’intelligenza artificiale ha giudicato la 

soluzione perfetta rispetto al criterio specifico. Tuttavia, esiste il rischio che il modello 

possa sovrastimare la correttezza a causa di bias interni o di una comprensione 

superficiale delle regole applicate. Al contrario, i punteggi 0 segnalano una completa 

assenza del soddisfacimento del criterio, ma questa valutazione potrebbe essere il 

risultato di errori di interpretazione o di limitazioni nel processo di verifica automatica.  

6.2 Impatto e distribuzione delle allucinazioni 

% DI ALLUCINAZIONE  
 

 
 

  

ALLUCINAZIONI REALI CONTEGGIO    

YES 12    

NO 36    

TOTAL 48    

% DI ALLUCINAZIONE 25,00% 
   

Tabella 4 - Percentuale di allucinazioni trovate nei punteggi estremi 

25%

75%

YES NO



Come è possibile osservare dalla tabella 4, la verifica manuale ha rivelato che il 25% (12 

casi su 48) delle valutazioni di questo campione rientra nella categoria delle 

allucinazioni, con punteggi estremi non giustificati dal confronto tra la soluzione generata 

e quella corretta. Sebbene questo valore possa inizialmente sembrare elevato, è 

importante considerare che, data la discrezionalità intrinseca del modello 

nell’interpretare i criteri e nel valutare situazioni complesse, tale percentuale è 

accettabile in questo contesto. Gli LLM tendono infatti a incontrare difficoltà maggiori 

nelle situazioni limite, dove le valutazioni devono essere nette (aderenza totale o assenza 

completa di conformità). 

Sono state inoltre costruite ulteriori tabelle che indicano come le allucinazioni siano 

distribuite sui punteggi estremi e sui tre modelli generativi considerati in questa analisi: 

DISTRIBUZIONE DELLE ALLUCINAZIONI SUI PUNTEGGI 

PUNTEGGIO NUMERO TOTALE ALLUCINAZIONI REALI % DI ALL. REALI 

0 20 12 60% 

100 28 0 0% 

TOTALE 48 12 25% 

Tabella 5 - Distribuzione delle allucinazioni sui punteggi estremi 

La tabella mostra un interessante risultato: tutte le 12 allucinazioni identificate si sono 

verificate nei casi in cui il punteggio assegnato era 0, mentre nessuna allucinazione è 

stata riscontrata tra i punteggi 100. Dato che il campione totale presenta 20 punteggi pari 

a 0, la percentuale di allucinazioni su questa categoria è quindi del 60%. Questo risultato 

indica che, quando il modello assegna un punteggio pari a 0, è presente un’elevata 

probabilità che si tratti di un errore di valutazione, derivante principalmente da 

un’incorretta interpretazione della componente valutata o dalla mancata comprensione 

di specifici vincoli strutturali. 

Al contrario, il fatto che non siano state trovate allucinazioni tra i punteggi 100 suggerisce 

che il modello riesce a riconoscere correttamente i casi in cui una soluzione aderisce 

completamente al criterio di riferimento. Questo potrebbe indicare che il modello di 

verifica può essere considerato affidabile nel valutare le soluzioni ben costruite, 



minimizzando il rischio di sovrastimare la correttezza quando effettivamente la 

conformità è pienamente soddisfatta. Tuttavia, sui punteggi 0, il modello sembra più 

vulnerabile a interpretazioni errate, attribuendo un fallimento totale anche in situazioni 

in cui la componente valutata è presente ma non completamente riconosciuta. 

DISTRIBUZIONE DELLE ALLUCINAZIONI SUGLI LLM 

LLM NUMERO TOTALE ALLUCINAZIONI REALI % DI ALL. REALI 

CHATGPT 12 0 0% 

GEMINI 32 11 34% 

LLAMA 4 1 25% 

TOTALE 48 12 25% 

Tabella 6 - Distribuzione delle allucinazioni sugli LLM 

Come è possibile osservare dalla tabella 6, la distribuzione delle allucinazioni non è 

uniforme tra i modelli: 

Per ChatGPT, non è stata infatti rilevata alcuna allucinazione reale su 12 punteggi 

estremi. La stabilità del modello può essere attribuita ad una maggiore coerenza nel 

valutare la presenza o l’assenza di componenti critiche. Tuttavia, non è da escludere che 

questo risultato sia influenzato dal bias di utilizzo dello stesso modello enunciato nelle 

sezioni precedenti. 

Gemini è stato l’LLM con più punteggi estremi: su 32 totali, sono state riscontrate 11 

allucinazioni reali, rappresentando il 34% del totale delle verifiche per questo modello. 

Questa percentuale relativamente alta indica una maggiore vulnerabilità dell’algoritmo 

di valutazione nel giudicare correttamente la conformità delle soluzioni di Gemini. 

Questo aspetto avrà un significativo impatto sui risultati di punteggio ottenuti da Gemini: 

saranno infatti sicuramente presenti dei bias di allucinazione. 

I punteggi estremi di Llama sono risultati solamente 4 ed è stata rilevata 1 allucinazione 

reale, pari al 25%. Sebbene il campione di valutazione per Llama sia ridotto rispetto agli 



altri modelli, la percentuale di allucinazioni è in linea con la media generale del campione 

(25%).  

DISTRIBUZIONE DELLE ALLUCINAZIONI SUI CRITERI 

LLM ALLUCINAZIONI REALI 

Gestione del tempo ternaria 4 

Generalizzazioni 4 

Relazioni ternarie 3 

Gestione del tempo storica 1 

TOTALE 12 

Tabella 7 - Distribuzione delle allucinazioni sui criteri 

Per completare l’analisi sulle allucinazioni, la tabella 7 mostra su quali criteri siano stati 

individuate le 12 allucinazioni. Il maggior numero di allucinazioni è stato riscontrato nei 

criteri “gestione del tempo ternaria, generalizzazioni e relazioni ternarie”. Tuttavia, il 

ridotto numero di allucinazioni reali individuate (solamente 12) rende poco significativa 

una più dettagliata analisi sull’argomento. 

6.3 Conclusioni sui bias di allucinazione 

Per concludere, nella tabella successiva viene riportata una sintesi della percentuale di 

allucinazioni reali riscontrata nei punteggi estremi di 0 e 100, suddivisa per criterio e per 

LLM. 

CRITERI Chat-GPT Gemini LLAMA TOTALE 
Attributi multivalore 0% 0% - 0% 
Attributi ridondanti - 0% - 0% 
Chiavi esterne - 0% - 0% 
Chiavi interne composte 0% 0% - 0% 
Chiavi interne semplici 0% 0% - 0% 
Generalizzazioni - 75% 50% 67% 
Gestione del tempo binaria 0% 0% - 0% 
Gestione del tempo storica - 50% - 50% 
Gestione del tempo ternaria 0% 67% - 57% 
Relazioni binarie (1-1) 0% - 0% 0% 
Relazioni binarie (1-molti) - 0% - 0% 
Relazioni binarie (molti-molti) 0% - - 0% 



Relazioni ricorsive 0% 0% 0% 0% 
Relazioni ternarie - 60% - 60% 

Totale complessivo 0% 34% 25% 25% 

Tabella 8: Percentuale di allucinazioni per criteri e per modello 

 

Come è possibile osservare, per la maggior parte dei criteri e modelli la percentuale di 

allucinazioni reali risulta essere nulla, dimostrando così un buon livello di affidabilità 

complessiva dell’algoritmo. Esistono tuttavia alcuni casi anomali in cui è stata 

riscontrata un’elevata percentuale di allucinazioni, che avrà certamente un impatto sui 

risultati dell’assessment (principalmente per l’LLM Gemini). 

Nel complesso poiché la percentuale di punteggi pari a 0 sull’intero campione di 720 

righe è appena del 2,78%, la presenza di allucinazioni non compromette 

significativamente l’affidabilità e la coerenza dell’analisi. Tuttavia, è importante 

considerare che, essendo 0 un valore molto distante dalla media dei punteggi, ciò 

potrebbe avere delle implicazioni sulle misure di tendenza centrale e distribuzione (in 

particolare per gli LLM e i criteri maggiormente soggetti al fenomeno di allucinazione).  

Il fatto che i punteggi 100 non presentino allucinazioni contribuisce invece a rafforzare la 

fiducia nel sistema quando esso assegna valutazioni di eccellenza, suggerendo che le 

soluzioni giudicate perfette siano effettivamente solide e prive di errori significativi. La 

presenza di allucinazioni non avrà quindi un significativo impatto nell’analisi 

complessiva, ma potrebbe creare bias nelle misure statistiche dei singoli LLM e criteri 

maggiormente interessati da questo fenomeno. 

  



Capitolo 7: 

Analisi sulla media dei punteggi 

L’analisi della media dei punteggi rappresenta una fase centrale del processo di 

valutazione delle performance degli LLM. Attraverso la media, è infatti possibile 

evidenziare quali modelli abbiano ottenuto performance superiori o inferiori e 

identificare eventuali differenze significative tra le loro prestazioni. 

Le analisi che verranno svolte in questo capitolo si concentreranno su due aspetti 

principali. In primo luogo, verrà effettuata un’analisi dei ranking dei criteri per punteggio 

su ciascun modello, al fine di identificare le aree in cui ogni LLM ha ottenuto i migliori e 

peggiori risultati. Successivamente, si procederà con una comparazione per criterio, 

stilando una classifica dei modelli in base ai punteggi ottenuti su ciascun criterio 

specifico, per evidenziare i migliori e i peggiori comportamenti. Per quantificare 

maggiormente la distanza nelle prestazioni, verranno inoltre riportate le differenze 

percentuali tra i punteggi dei modelli per ogni criterio. 

7.1 Ranking dei criteri per media dei punteggi 

L’analisi dei ranking permette di ordinare i criteri in base alla loro media complessiva, 

evidenziando quali aspetti della progettazione siano stati affrontati con successo e quali, 

invece, abbiano riscontrato difficoltà per i modelli. 

In particolare, verranno presentate quattro tabelle di ranking. La prima tabella fornirà una 

visione globale, mostrando la classifica generale delle medie dei punteggi per ciascun 

criterio, calcolata considerando i risultati di tutti gli LLM combinati. Successivamente, 

verranno presentate tre tabelle specifiche, una per ciascun modello (ChatGPT, Gemini e 

Llama), che offriranno una visione dettagliata delle performance dei singoli LLM sui vari 

criteri. Questo confronto consentirà di osservare eventuali differenze di comportamento 

tra i modelli. 

ALL LLMS 



RANK CRITERI MEDIA DEI PUNTEGGI 

1° Chiavi interne semplici 90,00 

2° Relazioni ricorsive 86,36 

3° Relazioni binarie (1-molti) 86,09 

4° Gestione del tempo binaria 85,67 

5° Relazioni binarie (1-1) 83,87 

6° Attributi ridondanti 83,51 

7° Chiavi interne composte 82,56 

8° Gestione del tempo storica 81,24 

9° Entità 80,00 

10° Chiavi esterne 79,51 

11° Sottoinsiemi 78,56 

12° Relazioni binarie (molti-molti) 78,33 

13° Relazioni ternarie 70,24 

14° Gestione del tempo ternaria 69,84 

15° Generalizzazioni 64,78 

16° Attributi multivalore 64,67 

  Grand Total 79,08 

Tabella 9: Ranking medie dei punteggi aggregato su tutti gli LLM 

 

Figura 15: Grafico ranking medie aggregato su tutti gli LLM 

L’analisi complessiva delle medie dei punteggi per tutti gli LLM evidenzia una tendenza 

chiara: i criteri fondamentali e strutturali ottengono mediamente punteggi elevati, mentre 

quelli più complessi o articolati registrano performance inferiori. Le chiavi interne 
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semplici si confermano infatti al primo posto con una media di 90,00, dimostrando che 

tutti i modelli riescono a gestire con successo questo elemento chiave della 

progettazione di database. Seguono le relazioni ricorsive (86,36) e le relazioni binarie (1-

molti) (86,09), che indicano una buona capacità di modellare correttamente relazioni 

semplici e frequenti. 

Tuttavia, i criteri legati a situazioni più complesse, come le relazioni ternarie (70,24), la 

gestione del tempo ternaria (69,84), le generalizzazioni (64,78) e gli attributi multi-valore 

(64,67), mostrano punteggi decisamente più bassi. Questo suggerisce che, nonostante 

le buone performance complessive su aspetti di base, gli LLM presentano difficoltà nel 

gestire strutture complesse e astratte. La media complessiva di 79,08 riflette queste 

disparità tra i criteri, evidenziando un buon livello generale ma con alcune reali difficoltà 

per i criteri più complessi. 

Dopo aver analizzato i valori aggregati, di seguito vengono riportati i ranking dei criteri sui 

singoli modelli, in modo da poter comprendere significative differenze riscontrate tra i 

diversi LLM: 

CHAT GPT 

RANK CRITERI MEDIA DEI PUNTEGGI 

1° Chiavi interne semplici 91,20 

2° Gestione del tempo binaria 88,73 

3° Gestione del tempo storica 87,60 

4° Relazioni binarie (1-molti) 86,47 

5° Relazioni binarie (1-1) 86,27 

6° Relazioni ricorsive 86,20 

7° Chiavi interne composte 84,67 

8° Attributi ridondanti 84,27 

9° Entità 81,67 

10° Chiavi esterne 81,33 

11° Gestione del tempo ternaria 79,80 

12° Relazioni binarie (molti-molti) 78,33 

13° Sottoinsiemi 77,87 



14° Generalizzazioni 76,80 

15° Relazioni ternarie 75,67 

16° Attributi multivalore 67,67 

  Grand Total 82,16 

Tabella 10: Ranking medie dei punteggi ChatGpt 

 

Figura 16: Grafico ranking medie dei punteggi Chatgpt 

La tabella 9 e le figura 16 riportano i ranking della media dei criteri ottenuti per Chat GPT. 

Il ranking mostra un punteggio medio complessivo di 82,16; data la scala di assegnazione 

dei punteggi da 1 a 100, questo valore risulta essere soddisfacente: il modello è stato in 

grado di sviluppare soluzioni sufficientemente corrette rispetto a quelle di riferimento, 

nonostante alcune differenze sostanziali tra i vari criteri: 

Il criterio con la media dei punteggi più alta è la definizione dalle chiavi interne semplici, 

con un punteggio medio di 91,20, indicando che il modello eccelle nel riconoscimento e 

nella gestione di chiavi primarie e univoche semplici. Anche la gestione del tempo binaria 

(88,73) e la gestione del tempo storica (87,60) ottengono ottimi risultati, suggerendo che 

ChatGPT riesce a interpretare bene gli scenari temporali lineari o storici. 

Tuttavia, il modello presenta performance più deboli su criteri complessi, come le 

relazioni ternarie (75,67) e gli attributi multivalore (67,67). Questi risultati indicano 

difficoltà nel gestire strutture più articolate in linea con i risultati aggregati enunciati in 

precedenza. 
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GEMINI 

RANK CRITERI MEDIA DEI PUNTEGGI 

1° Chiavi interne semplici 91,13 

2° Relazioni binarie (1-molti) 87,33 

3° Gestione del tempo binaria 87,33 

4° Relazioni ricorsive 86,33 

5° Chiavi interne composte 84,33 

6° Relazioni binarie (molti-molti) 83,00 

7° Entità 83,00 

8° Sottoinsiemi 82,33 

9° Relazioni binarie (1-1) 82,00 

10° Attributi ridondanti 81,67 

11° Chiavi esterne 78,67 

12° Gestione del tempo storica 77,93 

13° Relazioni ternarie 59,33 

14° Attributi multivalore 58,00 

15° Generalizzazioni 57,33 

16° Gestione del tempo ternaria 54,80 

  Grand Total 77,16 

Tabella 11: Ranking medie dei punteggi Gemini 

 

Figura 17: Grafico ranking medie dei punteggi Gemini 

Con una media complessiva di 77,16 per Gemini e 82,16 per ChatGPT, emerge già una 

differenza globale nelle performance, con ChatGPT che si dimostra mediamente più 
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solido. Tuttavia, è doveroso ricordare che Gemini è il modello più influenzato dai bias di 

allucinazione, il che rende la sua media complessiva minore di quella reale. 

Anche Gemini, in linea con i risultati aggregati, ottiene punteggi inferiori su criteri 

temporali più complessi, come la gestione del tempo storica la gestione del tempo 

ternaria. Confrontando i due modelli fino ad ora analizzati si può tuttavia asserire che 

ChatGPT gestisce meglio le relazioni temporali articolate rispetto a Gemini, il quale 

risulta al contrario più leggermente più stabile nelle situazioni lineari o binarie. 

Un’altra differenza significativa si osserva nelle relazioni ternarie (59,33 per Gemini contro 

75,67 per ChatGPT) e negli attributi multi valore (58,00 contro 67,67), mostrando una 

maggiore difficoltà di Gemini nel gestire relazioni complesse e dati strutturati in modo non 

semplice. Anche durante questo confronto risulta opportuno ricordare la presenza di bias di 

allucinazione per Gemini che rendono questo confronto meno significativo. 

LLAMA 

RANK CRITERI MEDIA DEI PUNTEGGI 

1° Chiavi interne semplici 87,67 

2° Relazioni ricorsive 86,53 

3° Attributi ridondanti 84,60 

4° Relazioni binarie (1-molti) 84,47 

5° Relazioni binarie (1-1) 83,33 

6° Gestione del tempo binaria 80,93 

7° Chiavi interne composte 78,67 

8° Chiavi esterne 78,53 

9° Gestione del tempo storica 78,20 

10° Relazioni ternarie 75,73 

11° Sottoinsiemi 75,47 

12° Entità 75,33 

13° Gestione del tempo ternaria 74,93 

14° Relazioni binarie (molti-molti) 73,67 

15° Attributi multivalore 68,33 

16° Generalizzazioni 60,20 



  Grand Total 77,91 

Tabella 12: Ranking medie dei punteggi Llama 

 

Figura 18: Grafico ranking medie dei punteggi Llama 

La tabella 11 e la figura 18 rappresentano invece i ranking per Llama. Con una media 

complessiva di 77,91, quest’ultimo si posiziona tra Gemini (77,16) e ChatGPT (82,16), 

mostrando anche esso prestazioni solide su criteri fondamentali ma con alcune difficoltà 

su quelli più complessi. Come per gli altri modelli, le chiavi interne semplici 

rappresentano il punto di forza principale (87,67), anche se con un punteggio 

leggermente inferiore a ChatGPT e Gemini. Llama si distingue positivamente nelle 

relazioni ricorsive (86,53) e negli attributi ridondanti (84,60), dove ottiene i migliori 

risultati tra i tre. 

Tuttavia, presenta debolezze nella gestione del tempo, con punteggi inferiori a ChatGPT 

sia su scenari semplici che complessi. Anche sulle generalizzazioni (60,20), Llama 

ottiene il punteggio più basso, segnalando una difficoltà nell'interpretare strutture meno 

rigide e più soggette ad interpretazione. Nel complesso, Llama dimostra stabilità nelle 

relazioni e nelle strutture fondamentali, ma fatica a competere con ChatGPT nei criteri 

più articolati, pur risultando generalmente più affidabile di Gemini. 
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7.2 Performance dei modelli su ciascun criterio 

Comprendere meglio le performance ottenute dai diversi LLM su ciascun criterio può 

sollevare argomentazioni interessanti relative ai punti di forza e debolezza di ciascun 

modello. Diverse architetture progettuali potrebbero infatti rendere specifici modelli più 

performanti su alcune categorie di criteri: 

 

Figura 19: Grafico di performance su medie dei punteggi 

CRITERI 1° 2° 3° 

Attributi multivalore LLAMA CHATGPT GEMINI 

Attributi ridondanti LLAMA CHATGPT GEMINI 

Chiavi esterne CHATGPT GEMINI LLAMA 

Chiavi interne composte CHATGPT GEMINI LLAMA 

Chiavi interne semplici CHATGPT GEMINI LLAMA 

Entità GEMINI CHATGPT LLAMA 

Generalizzazioni CHATGPT LLAMA GEMINI 

Gestione del tempo binaria CHATGPT GEMINI LLAMA 

Gestione del tempo storica CHATGPT LLAMA GEMINI 

Gestione del tempo ternaria CHATGPT LLAMA GEMINI 

Relazioni binarie (1-1) CHATGPT LLAMA GEMINI 

Relazioni binarie (1-molti) GEMINI CHATGPT LLAMA 
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Relazioni binarie (molti-molti) GEMINI CHATGPT LLAMA 

Relazioni ricorsive LLAMA GEMINI CHATGPT 

Relazioni ternarie LLAMA CHATGPT GEMINI 

Sottoinsiemi GEMINI CHATGPT LLAMA 

Tabella 13: Performance su medie di punteggi 

La figura 19 e la tabella 12 permettono di osservare in modo chiaro le performance 

ottenute dai modelli su ciascun criterio: in linea con i risultati riscontrati nel paragrafo 

precedente è possibile constatare che ChatGPT emerge come il modello più costante e 

stabile, conquistando il primo posto in ben 9 criteri su 16. In particolare, ottiene la 

migliore stabilità nella gestione di chiavi esterne, chiavi interne semplici e composte, 

generalizzazioni, gestione del tempo (sia binaria, storica che ternaria) e relazioni binarie 

(1-1). È quindi possibile affermare che ChatGPT risulta il modello più affidabile in due 

importanti macrocategorie della progettazione database: definizione delle chiavi e 

gestione del tempo. 

Llama, pur avendo una media complessiva più bassa rispetto a ChatGPT, si distingue per 

un'ottima stabilità su criteri complessi e avanzati, ottenendo 4 prime posizioni. È il 

modello più stabile nella gestione di attributi multi valore, attributi ridondanti, relazioni 

ricorsive e relazioni ternarie. Questo suggerisce che, nonostante possa ottenere punteggi 

medi più bassi, il modello sia in grado di gestire in modo eccellente la definizione degli 

attributi nelle sue diverse declinazioni 

Gemini, invece, ottiene 3 prime posizioni, risultando il modello più stabile nella gestione 

delle entità, relazioni binarie (1-molti) e relazioni binarie (molti-molti). Tuttavia, è anche il 

modello che registra più terze posizioni (9 su 16), suggerendo una maggiore variabilità 

nelle sue valutazioni rispetto agli altri due modelli. Questo indica che, pur avendo buone 

prestazioni su alcuni criteri, il suo comportamento è meno prevedibile e più suscettibile 

a variazioni nei punteggi. 

CRITERI CHAT-GPT GEMINI LLAMA 

Attributi multivalore -1,0% -15,1% 0,0% 

Attributi ridondanti -0,4% -3,5% 0,0% 



Chiavi esterne 0,0% -3,3% -3,4% 

Chiavi interne composte 0,0% -0,4% -7,1% 

Chiavi interne semplici 0,0% -0,1% -3,9% 

Entità -1,6% 0,0% -9,2% 

Generalizzazioni 0,0% -25,3% -21,6% 

Gestione del tempo binaria 0,0% -1,6% -8,8% 

Gestione del tempo storica 0,0% -11,0% -10,7% 

Gestione del tempo ternaria 0,0% -31,3% -6,1% 

Relazioni binarie (1-1) 0,0% -4,9% -3,4% 

Relazioni binarie (1-molti) -1,0% 0,0% -3,3% 

Relazioni binarie (molti-molti) -5,6% 0,0% -11,2% 

Relazioni ricorsive -0,4% -0,2% 0,0% 

Relazioni ternarie -0,1% -21,7% 0,0% 

Sottoinsiemi -5,4% 0,0% -8,3% 

Tabella 14: differenza percentuale su media di punteggi 

Per completare l’analisi sulla media dei punteggi, la tabella 13 individua per ogni criterio 

la variazione percentuale ottenuta dagli LLM rispetto al miglior punteggio. Il benchmark 

per ogni criterio è quindi rappresentato dal migliore punteggio dei modelli su quello 

specifico criterio 

La tabella evidenzia come i valori outlier a livello percentuale siano quelli ottenuti da 

Gemini per tre criteri specifici: generalizzazioni, gestione del tempo ternaria e relazioni 

ternarie. La maggiore distanza percentuale ha in realtà una relazione piuttosto semplice: 

Questi tre criteri sono infatti quelli maggiormente soggetti ai bias di allucinazione 

(riferimento alla tabella 7), e poiché tutte le allucinazioni riscontrate nel campione fanno 

riferimento a punteggi 0, il modello Gemini subisce in modo significativo questo effetto 

ottenendo in media un punteggio decisamente inferiore. Tuttavia, questo aspetto non 

risulta significativo nell’analisi poiché derivante fondamentalmente da errori di 

allucinazione.  



Capitolo 8: 

Analisi sulla varianza dei punteggi 

Per completare l’analisi, dopo aver svolto il confronto tra le medie, è necessario 

procedere con l’analisi della deviazione standard dei punteggi. Essa rappresenta infatti 

un passaggio fondamentale per valutare la stabilità e la consistenza delle prestazioni 

degli LLM rispetto ai criteri di verifica. L’utilizzo di una misura di dispersione rende 

possibile determinare con precisione quanto i punteggi si distacchino dalla loro media e, 

di conseguenza, se i modelli mantengano comportamenti coerenti su diversi campioni o 

criteri. 

Una deviazione standard ridotta indica che il modello assegna punteggi stabili, segno di 

affidabilità operativa su quel criterio specifico. Al contrario, una deviazione standard 

elevata può suggerire una forte variabilità nelle valutazioni, spesso legata a difficoltà 

interpretative o a una sensibilità del modello rispetto a particolari condizioni del 

campione. Pertanto, questa analisi è essenziale per individuare le aree in cui i modelli 

possono presentare instabilità e per valutare la coerenza delle loro performance. 

In continuità con l’analisi della media svolta nel capitolo precedente, la struttura di 

questo capitolo sarà costituita da due sezioni distinte: l’analisi dei ranking dei criteri su 

ciascun Large Language Model e la valutazione delle performance ottenute dai tre 

modelli su ciascuno dei diversi criteri. Questa scelta espositiva vuole infatti suggerire un 

confronto speculare tra media e deviazione standard. 

8.1 Ranking dei criteri per deviazione standard dei punteggi 

ALL LLMS 

RANK CRITERI DEV.ST.  DEI PUNTEGGI 

1° Relazioni binarie (1-molti) 6,82 

2° Chiavi interne semplici 7,16 

3° Relazioni binarie (1-1) 8,61 

4° Relazioni ricorsive 8,75 



5° Chiavi interne composte 8,96 

6° Attributi ridondanti 9,69 

7° Chiavi esterne 10,49 

8° Entità 10,55 

9° Relazioni binarie (molti-molti) 10,66 

10° Gestione del tempo binaria 10,77 

11° Sottoinsiemi 11,67 

12° Gestione del tempo storica 18,08 

13° Attributi multivalore 21,25 

14° Relazioni ternarie 24,69 

15° Gestione del tempo ternaria 27,57 

16° Generalizzazioni 28,69 

  Grand Total 17,32 

Tabella 15: Ranking di dev. standard aggregato su tutti gli LLM 

 

Figura 20: Grafico ranking dev. standard aggregato su tutti gli LLM 

La tabella 14 e la figura 20 rappresentano il ranking della deviazione standard dei 

punteggi aggregati su tutti gli LLM. Dai dati emerge che i criteri con la minore deviazione 

standard sono quelli legati alle relazioni binarie (1-molti), alle chiavi interne semplici e 

alle relazioni binarie (1-1). Questo indica che gli LLM hanno fornito punteggi molto simili 

tra loro per questi aspetti, suggerendo che siano criteri ben compresi e modellati in modo 

sufficientemente stabile.  
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Nelle posizioni intermedie della classifica si notano criteri come attributi ridondanti, 

chiavi esterne ed entità. In modo analogo all’analisi delle medie, le maggiori instabilità 

emergono invece nei criteri più complessi, come la gestione del tempo ternaria, le 

relazioni ternarie e le generalizzazioni, che presentano le deviazioni standard più elevate.  

Il criterio che a livello aggregato ha presentato una maggiore deviazione standard è la 

generalizzazione. Questo risultato, tuttavia, non sorprende data la discrezionalità legata 

a questo concetto: è infatti possibile sviluppare numerose soluzioni formalmente 

corrette utilizzando generalizzazioni di diverso tipo. Per questo motivo si può dedurre che 

le soluzioni generate dai diversi LLM abbiano utilizzato generalizzazioni diverse 

mantenendo tuttavia la correttezza formale. Durante l’algoritmo di verifica è quindi 

plausibile che siano stati assegnati punteggi estremamente variabili per soluzioni che 

presentavano comunque correttezza formale. 

La coerenza tra i ranking di medie e deviazioni standard rappresenta un aspetto 

estremamente rilevante per l’analisi: ciò implica infatti che i criteri con le medie dei 

punteggi più basse sono stati anche i criteri con le valutazioni meno costanti. Per 

comprendere meglio le implicazioni di questa affermazione, è necessario analizzare nel 

dettaglio i ranking suddivisi per LLM: 

CHAT GPT 

RANK CRITERI DEV.ST.  DEI PUNTEGGI 

1° Gestione del tempo binaria 7,21 

2° Relazioni binarie (1-molti) 7,60 

3° Chiavi interne semplici 7,71 

4° Attributi ridondanti 7,71 

5° Relazioni binarie (1-1) 8,23 

6° Gestione del tempo ternaria 8,94 

7° Chiavi interne composte 9,15 

8° Chiavi esterne 9,54 

9° Gestione del tempo storica 9,93 

10° Relazioni ricorsive 10,04 

11° Relazioni binarie (molti-molti) 10,47 



12° Entità 10,47 

13° Relazioni ternarie 11,78 

14° Generalizzazioni 12,68 

15° Sottoinsiemi 13,22 

16° Attributi multivalore 16,35 

  Grand Total 11,57 

Tabella 16: Ranking di dev. standard ChatGpt 

 

Figura 21: grafico di ranking dev. standard ChatGpt 

Come è possibile osservare, ChatGPT mostra una maggiore stabilità complessiva 

rispetto agli altri LLM, con una deviazione standard media di 11,57, significativamente 

inferiore al valore aggregato generale. Questa differenza è principalmente dovuta alle 

forti variazioni riscontrate nei modelli concorrenti nei criteri più complessi, come 

generalizzazioni, relazioni ternarie e attributi multivalore, dove la dispersione dei 

punteggi è stata molto più ampia rispetto a ChatGPT. 

Questo risultato suggerisce che, sebbene le difficoltà sugli aspetti più avanzati della 

progettazione di database siano comuni a tutti gli LLM, ChatGPT ha mostrato una 

tendenza a fornire valutazioni più stabili e uniformi anche e soprattutto sui criteri 

complessi, rendendo le sue soluzioni più affidabili rispetto agli altri modelli. A conferma 

di ciò di seguito vengono forniti i ranking di Gemini e Llama: 
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GEMINI 

RANK CRITERI DEV.ST.  DEI PUNTEGGI 

1° Chiavi interne semplici 6,03 

2° Relazioni binarie (1-molti) 6,51 

3° Chiavi interne composte 7,99 

4° Sottoinsiemi 8,84 

5° Relazioni binarie (1-1) 9,02 

6° Relazioni ricorsive 9,90 

7° Entità 10,14 

8° Relazioni binarie (molti-molti) 10,99 

9° Chiavi esterne 11,25 

10° Gestione del tempo binaria 12,52 

11° Attributi ridondanti 13,18 

12° Gestione del tempo storica 25,01 

13° Attributi multivalore 28,90 

14° Generalizzazioni 37,22 

15° Relazioni ternarie 38,59 

16° Gestione del tempo ternaria 42,61 

  Grand Total 23,78 

Tabella 17: Ranking dev. standard Gemini 

 

Figura 22: Grafico ranking dev. standard Gemini 
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L’analisi della deviazione standard per Gemini evidenzia un comportamento più 

instabile, con una dispersione media dei punteggi di 23,78, nettamente superiore rispetto 

al valore di 11,57 di ChatGPT.  

Osservando i dati, si nota che sui criteri più semplici e strutturati, come chiavi interne 

semplici (6,03) e relazioni binarie 1-molti (6,51), la deviazione standard è relativamente 

contenuta, confermando che Gemini è in grado di valutare in modo più coerente di 

ChatGPT gli elementi fondamentali della progettazione di database. Tuttavia, la 

dispersione cresce rapidamente man mano che si affrontano aspetti più complessi. 

In particolare, Gemini mostra un’elevata instabilità sulle relazioni ternarie (38,59), sulle 

generalizzazioni (37,22) e sulla gestione del tempo ternaria (42,61), valori decisamente 

più alti rispetto a quelli registrati da ChatGPT sugli stessi criteri. Anche in questa analisi 

è importante ricordare la presenza dei bias di allucinazione, che condizionano il risultato 

ottenuto da Gemini. Ciò nonostante, il modello mostra deviazioni standard maggiori sulla 

maggior parte dei criteri, molti dei quali non sono significativamente impattati dalle 

allucinazioni. Questo rende Gemini un modello maggiormente instabile e quindi meno 

affidabile nel complesso. 

LLAMA 

RANK CRITERI DEV.ST.  DEI PUNTEGGI 

1° Relazioni binarie (1-molti) 6,44 

2° Relazioni ricorsive 6,45 

3° Attributi ridondanti 7,48 

4° Chiavi interne semplici 7,53 

5° Relazioni binarie (1-1) 8,59 

6° Chiavi interne composte 8,96 

7° Relazioni binarie (molti-molti) 8,96 

8° Relazioni ternarie 9,83 

9° Entità 10,08 

10° Gestione del tempo ternaria 10,80 

11° Gestione del tempo binaria 10,90 

12° Chiavi esterne 11,09 



13° Sottoinsiemi 12,21 

14° Gestione del tempo storica 15,45 

15° Attributi multivalore 15,66 

16° Generalizzazioni 28,35 

  Grand Total 13,74 

Tabella 18: Rankin dev. standard Llama 

 

Figura 23: Grafico ranking dev. standard Llama 

L’analisi della deviazione standard per Llama evidenzia una maggiore stabilità rispetto a 

Gemini e una variabilità comparabile a ChatGPT, con un valore medio di 13,74, inferiore 

a quello di Gemini (23,78) ma leggermente superiore a ChatGPT (11,57). Questo 

suggerisce che Llama riesce a mantenere una coerenza elevata nelle sue valutazioni, 

evitando le ampie fluttuazioni che caratterizzano Gemini, pur mostrando qualche 

variazione in più rispetto a ChatGPT. 

Un aspetto distintivo di Llama è la minore deviazione standard sui criteri relativi agli 

attributi e alle relazioni. In particolare, il modello risulta più stabile di ChatGPT nella 

valutazione degli attributi ridondanti (7,48), chiavi interne composte (8,96) e relazioni 

binarie (molti-molti) (8,96). Questo indica che Llama assegna punteggi più uniformi su 

queste categorie, dimostrando una maggiore coerenza nella gestione delle strutture 

relazionali e degli attributi rispetto agli altri modelli. 

Tuttavia, sui criteri più avanzati e astratti, Llama mostra una dispersione leggermente 

maggiore, con valori superiori a ChatGPT su gestione del tempo ternaria (10,80) e 
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generalizzazioni (28,35), suggerendo qualche difficoltà nell’assegnare valutazioni 

uniformi su concetti più complessi. Nonostante ciò, la sua stabilità complessiva rimane 

superiore rispetto a quella di Gemini. 

8.2 Performance dei modelli su ciascun criterio 

Specularmente all’analisi delle medie, questo paragrafo punta a valutare le performance 

delle deviazioni standard dei modelli su ciascun criterio, determinando inoltre in modo 

quantitativo queste differenze.  

 

Figura 24: Grafico performance deviazioni standard 
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Generalizzazioni CHATGPT LLAMA GEMINI 

Gestione del tempo binaria CHATGPT LLAMA GEMINI 

Gestione del tempo storica CHATGPT LLAMA GEMINI 

Gestione del tempo ternaria CHATGPT LLAMA GEMINI 

Relazioni binarie (1-1) CHATGPT LLAMA GEMINI 

Relazioni binarie (1-molti) GEMINI LLAMA CHATGPT 

Relazioni binarie (molti-molti) LLAMA CHATGPT GEMINI 

Relazioni ricorsive LLAMA GEMINI CHATGPT 

Relazioni ternarie LLAMA GEMINI CHATGPT 

Sottoinsiemi GEMINI LLAMA CHATGPT 

Tabella 19: Performance deviazioni standard 

Dalla figura 24 risulta evidente come Gemini sia soggetto a significativi picchi di 

variabilità sulla maggior parte dei criteri rispetto agli altri modelli: in particolare sono stati 

rilevati valori anomali relativi a: generalizzazioni, attributi multivalore, gestione del tempo 

ternaria e relazioni ternarie. Tuttavia, facendo riferimento alla tabella 7 che illustrava i 

criteri maggiormente soggetti ai bias di allucinazione, è possibile affermare che questi 

picchi di variabilità siano parzialmente giustificati dalla presenza dei suddetti bias. 

Ciò nonostante, come è possibile osservare meglio dalla tabella 18, Gemini presenta la 

maggior parte di peggiori performance rispetto agli altri LLM. Un aspetto interessante 

deducibile da questa tabella sono le performance di Llama rispetto agli altri modelli: su 

16 criteri, infatti, Llama non si è mai posizionato all’ultimo posto, suggerendo una 

significativa stabilità nelle soluzioni generate. 

CRITERI CHAT-GPT GEMINI LLAMA 

Attributi multivalore 4,4% 84,5% 0,0% 

Attributi ridondanti 3,1% 76,2% 0,0% 

Chiavi esterne 0,0% 18,0% 16,3% 

Chiavi interne composte 14,6% 0,0% 12,1% 

Chiavi interne semplici 27,8% 0,0% 24,8% 

Entità 3,8% 0,6% 0,0% 

Generalizzazioni 0,0% 193,6% 123,6% 



Gestione del tempo binaria 0,0% 73,7% 51,2% 

Gestione del tempo storica 0,0% 151,9% 55,6% 

Gestione del tempo ternaria 0,0% 376,7% 20,8% 

Relazioni binarie (1-1) 0,0% 9,6% 4,4% 

Relazioni binarie (1-molti) 18,0% 1,2% 0,0% 

Relazioni binarie (molti-molti) 16,8% 22,7% 0,0% 

Relazioni ricorsive 55,8% 53,6% 0,0% 

Relazioni ternarie 19,8% 292,5% 0,0% 

Sottoinsiemi 49,6% 0,0% 38,1% 

Tabella 20: Differenze percentuali deviazioni standard 

In termini di differenze relative, la tabella 19 conferma i concetti precedentemente 

enunciati: i picchi osservabili per Gemini sono parzialmente riconducibili ai bias di 

allucinazione, mentre Chat-GPT si confermano più stabili soprattutto nei criteri più 

complessi. 

  



Capitolo 9: 
Conclusioni 

Dopo aver analizzato le prestazioni degli LLM attraverso la valutazione della media e della 

deviazione standard dei punteggi, questo capitolo ha l’obiettivo di sintetizzare i risultati 

emersi e trarre delle considerazioni finali sulle capacità e sulle criticità dei modelli 

analizzati. 

L’analisi ha evidenziato differenze significative tra i modelli, sia in termini di affidabilità e 

coerenza delle valutazioni, sia rispetto alla loro capacità di gestire strutture relazionali 

semplici e concetti più avanzati. In particolare, sono stati osservati pattern distintivi che 

caratterizzano ciascun modello, mostrando punti di forza e debolezza specifici. 

In questa sezione verranno riepilogati i principali trend emersi, mettendo in evidenza le 

aree in cui gli LLM hanno dimostrato maggiore stabilità e quelle in cui hanno evidenziato 

criticità. Inoltre, verranno discusse le implicazioni di questi risultati, sia per l’impiego 

pratico degli LLM nella progettazione di database, sia per le possibili direzioni future volte 

a migliorare le loro capacità di analisi e valutazione. 

9.1 Risultati di performance complessivi 

La seguente tabella mostra i risultati aggregati ottenuti dagli LLM in termini di media e 

varianza. Per facilitare l’interpretazione aggregata dei valori è stato inserito nella tabella 

il rapporto tra media e deviazione standard: questo valore è infatti in grado di riassumere 

le performance degli LLM (un rapporto elevato indica media alta e/o deviazione standard 

bassa, ed è quindi preferibile rispetto ad un rapporto basso che evidenzierebbe media 

bassa e/o deviazione alta). 

LLM MEDIA DEV.ST. MEDIA/DEV.ST. RANKING 

CHATGPT 82,16 11,57 7,10 1° 

GEMINI 77,16 23,78 3,25 3° 

LLAMA 77,91 13,74 5,67 2° 

Tabella 21: Ranking complessivi 



I risultati complessivi confermano una netta superiorità di ChatGPT rispetto agli altri 

modelli in termini di affidabilità e stabilità delle valutazioni. Con una media di 82,16 e una 

deviazione standard di 11,57, ChatGPT non solo ottiene il punteggio medio più alto, ma 

dimostra anche la minore variabilità nei punteggi, risultando il modello più coerente e 

prevedibile. Il rapporto MEAN/ST.DEV pari a 7,10, il più elevato tra i tre modelli, indica una 

valutazione stabile e ben calibrata, consolidando la sua posizione al primo posto nel 

ranking. 

LLaMA si posiziona al secondo posto, con una media 77,91, leggermente superiore a 

quella di Gemini, e una deviazione standard di 13,74, che conferma una buona stabilità 

generale. Il valore MEAN/ST.DEV di 5,67 evidenzia che LLaMA riesce a mantenere 

valutazioni più coerenti rispetto a Gemini, pur non raggiungendo i livelli di ChatGPT. 

Inoltre, rispetto a quest’ultimo, LLaMA ha mostrato minore dispersione nei criteri relativi 

ad attributi e relazioni, il che lo rende un modello competitivo in questi ambiti specifici. 

Gemini risulta invece il modello meno affidabile, con una media di 77,16 – la più bassa 

tra i tre – e una deviazione standard di 23,78, quasi il doppio di quella di ChatGPT. Il 

rapporto MEAN/ST.DEV di 3,25, il più basso del gruppo, indica una forte instabilità nelle 

valutazioni, suggerendo che i punteggi assegnati siano stati molto più variabili e meno 

prevedibili rispetto agli altri modelli. Questo risultato è da integrare con le precedenti 

osservazioni sulla maggior incidenza delle allucinazioni nei punteggi di Gemini, che 

hanno contribuito ad amplificare la dispersione delle sue valutazioni. 

9.2 Punti di forza e debolezza complessivi 

L’analisi dei risultati ha inoltre evidenziato che nessun modello eccelle in modo uniforme 

su tutti i criteri, ma ciascun LLM ha mostrato punti di forza e debolezza specifici. Nella 

tabella successiva verranno rappresentati e commentati i punti di forza e debolezza di 

ciascun modello: 

CRITERI 1° CRITERI 3° 
Chiavi esterne CHATGPT Relazioni ricorsive CHATGPT 
Chiavi interne composte CHATGPT Generalizzazioni GEMINI 
Chiavi interne semplici CHATGPT Gestione del tempo storica GEMINI 



Generalizzazioni CHATGPT Gestione del tempo ternaria GEMINI 
Gestione del tempo binaria CHATGPT Relazioni binarie (1-1) GEMINI 
Gestione del tempo storica CHATGPT Attributi multivalore GEMINI 
Gestione del tempo ternaria CHATGPT Attributi ridondanti GEMINI 
Relazioni binarie (1-1) CHATGPT Relazioni ternarie GEMINI 
Entità GEMINI Chiavi esterne LLAMA 
Relazioni binarie (1-molti) GEMINI Chiavi interne composte LLAMA 
Relazioni binarie (molti-molti) GEMINI Chiavi interne semplici LLAMA 
Sottoinsiemi GEMINI Gestione del tempo binaria LLAMA 
Attributi multivalore LLAMA Entità LLAMA 
Attributi ridondanti LLAMA Relazioni binarie (1-molti) LLAMA 
Relazioni ricorsive LLAMA Relazioni binarie (molti-molti) LLAMA 
Relazioni ternarie LLAMA Sottoinsiemi LLAMA 

Tabella 22: Punti di fornza e debolezza LLM 

I risultati confermano che ogni LLM possiede specifici ambiti di eccellenza, rendendolo 

più o meno adatto in base al tipo di database da progettare: 

• ChatGPT si dimostra il modello più affidabile per la gestione delle chiavi, delle 

relazioni temporali e delle generalizzazioni, risultando particolarmente indicato 

per database complessi con vincoli strutturali rigorosi. 

• Gemini eccelle nella modellazione delle entità e delle relazioni binarie, risultando 

più adatto per database caratterizzati da un'elevata interconnessione tra tabelle 

e una gestione strutturata delle dipendenze. Tuttavia, la sua elevata variabilità nei 

punteggi ne limita l’affidabilità. 

• LLama si distingue per la sua migliore stabilità nella gestione di attributi complessi 

e relazioni avanzate, suggerendo che possa essere preferibile in contesti in cui gli 

schemi di dati sono meno lineari e più articolati. 

Analizzando invece i principali punti di debolezza, osservabili nella parte destra della 

tabella: 

• ChatGPT si dimostra il modello più equilibrato e stabile, con un'unica debolezza 

riscontrata nella gestione delle relazioni ricorsive. Questo suggerisce che, pur 

essendo altamente affidabile nella gestione di chiavi, vincoli relazionali e strutture 

temporali, può risultare meno efficace nella modellazione di entità che fanno 



riferimento a sé stesse. Tuttavia, l’assenza di altre criticità significative conferma 

ChatGPT come la scelta più solida per una progettazione strutturata. 

• Gemini presenta le maggiori difficoltà, con numerosi criteri in cui si posiziona 

all’ultimo posto, in particolare nella gestione delle generalizzazioni, della 

temporalità, delle relazioni ternarie e degli attributi complessi. Questo evidenzia 

una scarsa stabilità nelle valutazioni e una minore coerenza nei risultati, 

rendendolo meno affidabile nei contesti in cui la precisione nella modellazione 

concettuale è fondamentale.  

• LLaMA si distingue per una maggiore stabilità rispetto a Gemini, ma mostra 

difficoltà nella gestione delle chiavi (interne ed esterne), delle entità e delle 

relazioni binarie. Questo suggerisce che, pur essendo un modello affidabile su 

attributi e relazioni avanzate, potrebbe risultare meno efficace nella costruzione 

della struttura di base di un database relazionale. 

9.3 Considerazioni finali 

L’analisi condotta in questa trattazione ha evidenziato come i modelli di linguaggio di 

grandi dimensioni possano rappresentare un ausilio valido nella progettazione di 

database. Tuttavia, i risultati dimostrano che gli LLM non possiedono ancora le capacità 

necessarie per sostituire completamente l’intervento umano, soprattutto nei casi in cui 

è richiesta una comprensione approfondita del contesto. 

Un altro aspetto rilevante emerso dall’analisi è che nessun modello si è rivelato 

universalmente superiore agli altri, ma ciascun LLM ha mostrato punti di forza in aree 

specifiche. Di conseguenza, la scelta del modello da utilizzare dovrebbe essere guidata 

dal contesto applicativo e dalle esigenze specifiche del database da progettare: 

ChatGPT si distingue ad esempio per l'elevata affidabilità e stabilità nelle valutazioni, con 

il più alto rapporto media/deviazione standard (7,10). Mostra eccellenti performance 

nella gestione delle chiavi, delle relazioni temporali e delle generalizzazioni, rendendolo 

ideale per database complessi con vincoli strutturali rigorosi. La bassa variabilità nei 

punteggi indica coerenza nelle risposte, riducendo il rischio di errori strutturali. Tuttavia, 

presenta difficoltà nella gestione delle relazioni ricorsive, suggerendo una minore 



efficacia nel modellare entità auto-referenziali. Nel complesso, si conferma il modello 

più solido e prevedibile. 

LLaMA ottiene un buon compromesso tra stabilità e performance, con un rapporto 

media/deviazione standard pari a 5,67. Si dimostra particolarmente efficace nella 

gestione di attributi complessi e relazioni avanzate, suggerendo un’adeguata capacità di 

modellare strutture di dati articolate. Tuttavia, mostra debolezze nella gestione delle 

chiavi e delle entità, indicando una minore precisione nella definizione della struttura di 

base di un database. La sua coerenza nei punteggi lo rende più affidabile di Gemini, pur 

senza raggiungere l’elevata stabilità di ChatGPT. È una scelta valida per scenari con 

schemi di dati non lineari, dove la gestione degli attributi è prioritaria. 

Gemini è il modello meno stabile, con il rapporto media/deviazione standard più basso 

(3,25), indicando un’elevata variabilità nei punteggi. Sebbene eccella nella modellazione 

delle entità e delle relazioni binarie, presenta criticità nei criteri complessi, come 

generalizzazioni, temporalità e gestione degli attributi complessi. La forte dispersione dei 

risultati, probabilmente influenzata da un’incidenza maggiore di allucinazioni, lo rende 

meno affidabile nei contesti in cui è necessaria una modellazione rigorosa.  

Questi risultati suggeriscono che, almeno nell’immediato futuro, gli LLM debbano essere 

considerati strumenti complementari piuttosto che sostitutivi. L’approccio più efficace 

al momento risulta l’integrazione delle loro capacità computazionali con il controllo e la 

supervisione di professionisti, in modo da poter ottimizzare il processo di progettazione 

mantenendo un livello di qualità e coerenza elevato. 

In prospettiva futura, ulteriori sviluppi nel campo dei modelli di linguaggio potrebbero 

migliorare la loro affidabilità, stabilità e adattabilità ai diversi contesti, rendendoli 

strumenti sempre più precisi e funzionali. Tuttavia, il loro utilizzo dovrà sempre essere 

affiancato da un’analisi critica, per evitare errori sistematici e garantire che le soluzioni 

proposte siano effettivamente adeguate alle esigenze reali. 
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• https://indatalabs.com/blog/ai-prompt-engineering 

• https://www.promptingguide.ai/it/introduction/basics 

• https://shelf.io/blog/zero-shot-and-few-shot-prompting/ 

• https://medium.com/@lfoster49203/few-shot-and-zero-shot-learning-from-

meta-learning-to-semantic-embeddings-ae12dc450025 

• https://www.digitalocean.com/resources/articles/prompt-engineering-best-

practices 

https://research.ibm.com/blog/what-is-generative-AI
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• https://www.ibm.com/it-it/topics/chain-of-thoughts 

• https://cobusgreyling.medium.com/the-anatomy-of-chain-of-thought-

prompting-cot-b7489c925402 

• https://arxiv.org/abs/2201.11903 

• https://aws.amazon.com/it/blogs/machine-learning/evaluating-prompts-at-

scale-with-prompt-management-and-prompt-flows-for-amazon-bedrock/ 

• https://datascientest.com/en/all-about-automated-prompt-engineering 

• https://arxiv.org/abs/2211.01910 

• https://medium.com/@gabrielpeter2090/use-deepmind-opro-technique-to-

enhance-your-chatgpt-prompts-8304132c1a92 

 

3.Introduzione alla progettazione di database 

 

• https://www.oracle.com/database/what-is-database/ 

• https://www.mongodb.com/resources/basics/databases/types 

• https://aws.amazon.com/what-is/sql/ 

• https://en.wikipedia.org/wiki/SQL 

• https://www.ibm.com/think/topics/structured-query-language 

• https://medium.com/@Mbabakr/breaking-ground-mastering-the-5-sql-

command-types-for-success-025ab907291e 

• https://www.visual-paradigm.com/guide/data-modeling/what-is-entity-

relationship-diagram/ 

• https://en.wikipedia.org/wiki/Entity%E2%80%93relationship_model 

• https://www.javatpoint.com/dbms-er-model-concept 

• https://www.lucidchart.com/pages/er-diagrams 

• https://users.dimi.uniud.it/~massimo.franceschet/ns/syllabus/learn/database/

RM.html 

• https://www.geeksforgeeks.org/relation-schema-in-dbms/ 

• https://dbdmg.polito.it/dbdmg_web/wp-content/uploads/2024/03/Relational-

logical-design.pdf 

• https://www.sciencedirect.com/topics/computer-science/relational-schema 

• https://it.wikipedia.org/wiki/Data_Definition_Language 
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• https://www.ibm.com/docs/en/netezza?topic=npssfc-data-definition-language 

• https://www.ibm.com/docs/en/netezza?topic=npsscr-create-table 

 

4. Modalità di analisi e di campionamento 

 

• https://en.wikipedia.org/wiki/GPT-4o 

• https://www.techtarget.com/whatis/feature/GPT-4o-explained-Everything-you-

need-to-know 

• https://openai.com/index/hello-gpt-4o/ 

• https://medium.com/google-cloud/multimodality-with-gemini-1-5-flash-

technical-details-and-use-cases-84e8440625b6 

• https://en.wikipedia.org/wiki/Gemini_(language_model) 

• https://artificialanalysis.ai/models/gemini-1-5-flash 

• https://medium.com/@ashinno43/everything-you-need-to-know-about-llama-3-

3-d7aea5a62f00 

• https://medium.com/@cognidownunder/llama-3-3-metas-latest-leap-in-ai-

language-models-0a803e37c93b 
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